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Abstract — Ulkemizde Universite 6grencilerinin biiyiik bir béliimii 6grenim hayatlarmin bir déneminde devlet yurtlarinda
kalmaktadir. Bu ¢aligmanin amaci, Kredi ve Yurtlar Genel Midiirliigii (KYGM)’nde barman 6grencilerin; yurttan ayrilma
sebeplerinin veri madenciligi yontemleriyle analiz edilmesidir. Yapilan analizler sonucunda yurt sartlarinin iyilestirilmesi veya
sosyal ortamin diizenlenmesi i¢in dneriler sunulmasi, ayrilma nedenleri ve barinan 6grencilerin gesitli 6zellikleri analiz edilerek;
ayrilmasi bastan dngdriilen dgrencilerin yurt bagvuru ve yerlestirme kriterlerinin yeniden gdzden gegirilmesinin saglanmasidir.
[lk olarak veri 6n isleme ve znitelik analizi gerceklestirilmistir. Oznitelik secimi, bilgi kazanci ve korelasyon &znitelik siralama
filtresi kullanilarak yapilmistir. Modellerin agir1 uyumunu onlemek igin egitim seti iizerinde k-katli ¢apraz dogrulama
kullanilarak, veri setine popiiler tahmin modelleri olan; lojistik regresyon, naive bayes, destek vektor makinesi, karar agaclari,
KNN, ANN vb. uygulanmistir. Onerilen kayip tahmin modeli; dogruluk, kesinlik, hatirlama, f-6l¢iisii ve karar verici etkinligi
(ROC) alan1 gibi metrikler kullanilarak degerlendirilmistir. En basarili sonuclari; Karar Tablosu (DecisionTable) algoritmasi
%86,95 dogruluk ve %89 ROC alani, Adaboost algoritmast %86,93 dogruluk ve %89 ROC alan1 ve Karar Kiitiigi (Decision
Stump) algoritmasin %86,93 dogruluk ve %85 ROC alani ile gostermistir.
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I. GIRIS yurtlarinin hizmet kalitesinin 6l¢iildiigii bir ¢alisma yapilmistir
[4]. Yiiksekogrenimde yurt hizmetleri ve barinma hakkinda bir

Yiiksekdgrenim Ggrencileri  barmmma yerleri olarak;
arastirma yapilmistir [1].

kamu/vakif/dernek ve ozel sektore ait yurtlari, apart evleri,
0zel pansiyonlari, kiralik evleri ya da akrabalarinin yaninda
kalmay1 segebilirler. Barinma yerlerinin segiminde ise,
Ogrencinin kendisinin ve ailesinin sosyo-ekonomik durumu,
giivenlik, kiralar, okula yakinlik ve ulasim kolaylig1, iniversite
Ogreniminin sitirdiiriildiigii sehirdeki konutlarin kapasite ve
durumlar1 gibi birgok faktdr etkili olmaktadir [1].

Yurttan ayrilma nedenlerinin analiz edilmesi ile ilgili
iilkemizde ¢ok fazla calisma bulunmamaktadir; ancak konuya
benzer miisteri kaybi arastirmalart mevcuttur. Literatiirde
makine Ogrenmesi, veri madenciligi ve hibrit teknikler
kullanilarak kayip tahmini yapilmistir. Bu teknikler, sirketlerin
kayip miisterileri belirlemesini, tahmin etmesini ve elde

Yurtlarda barinarak {iniversite 6grenimlerine devam eden tutmasint saglar.

ogrenciler, ailelerinden uzak yasamlarina devam etmeleri
sebeblyle l'aar'lr'lma, beslenme, saglik, e,kOF‘O‘,mk’ sosyal gelisim verilmistir. Miisterileri siniflandirmak i¢in gesitli algoritmalari
vb. ile ilgili sorunlar yasama riski ile karsi karsiya yyaqjavan calismada en yiiksek basari %88,63 ile Rastgele
kalmaktadlrlar'. Ayrica yurtta kalan ogrenmlerm’ yeni bir Lo (RF)’dir [5]. Baska bir makalede Logit yaprak modeli
yasam t?rz1 ile ta.msmalarl ve toplu kalinan b1r' ortama (LLM) diye hibrit bir model 6nerilmistir. Logistik regresyon
girmeleri ) nedeglyle baska  problemler ile de (o yapar agacinin birlesimi bir modeldir. Bilesenleriyle
karsilagabilmektedirler. Bu nedenlerden yurttan ayrildiklari mukayese edildiginde daha basarihdir [6]. Bu ¢alisma; 6zellik
varsayilmaktadir. olusturma, y1ginlama modeli (logistik regresyon, karar agaci,
naive bayes) ve yumusak oylamadan olusan yeni bir miisteri
kayb1 tahmin sistemi Onermektedir, %96.12 basar1 elde
edilmistir [7]. Diger bir ¢alisma, miisteri kayb1 ve kayipsizlik
ile ilgili 6nemli karar kurallarim1 ¢ikarmak i¢in kaba kiime
teorisine (RST) dayanan akilli bir kural tabanli karar verme
teknigi Onermektedir. Kapsamli simiilasyon deneyleri,

Yurt disindaki calismalarda; {iniversite Ogrencilerinin  Kapsamli Algoritma (EA), Genetik Algoritma (GA), Kapsama
yurtta barinmasinin lokal ve 6grenim gordiikleri tiniversite — Algoritmasi (CA) ve LEM2 algoritmasi (LA) olmak tizere dort
kampiisii ile siirli oldugu gériilmiistiir, tilkemizdekine benzer  kural olusturma mekanizmasi kullanilarak yapilmistir en iyi
yurt yerlestirmesi ¢alismalari [2], [3] bulunmaktadir. Ogrenci  performansi 6nerilen RST tabanli CCP yaklagimi gostermistir

Literatiirdeki benzer galismalardan bazi 6rnekler asagida

KYGM amaglari incelendiginde 6grencilerin yurtlardan
memnun kalmasi, kaliteli hizmet almasi ve 6grenim hayatlari
boyunca yurttan ayrilmamalari istenmektedir. Calismamiz ile
Kuruma yurttan ayrilmasi tahmin edilecek 6grenciler hakkinda
fikir verilebilir.
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[8]. Onerilen cergeve, miisteri kaybini daha iyi yonetmek icin
telekomiinikasyon operatorlerine eksiksiz bir kayip analizi
saglamak i¢in kayip tahmini ve miisteri segmentasyon siirecini
birlestirir. Alt1 makine 6grenimi siniflandiricist ile yapilan
deneylerde {i¢ veri seti kullanarak miisteri kayip durumu
tahmin edilir. AdaBoost'un %77,19 dogruluk ile veri kiimesi
1'de; Random Forest, %93,6 dogruluk ve ile veri kiimesi 2'de;
Random Forest, dogruluk agisindan %63,09 ile veri kiimesi
3'te en iyi performanst gostermistir [9]. Misteri kayip
tahminini (CCP) i¢in akilli karar ormani (DF) modelleri
gelistirmislerdir. Lojistik model agaci (LMT), rastgele orman
(RF) ve Islevsel Agaclar (FT), DF modelleri ile karsilastirilms
ve Onerilen DF modellerinin telekom endiistrisinde iistiin
tahmin performansi gosterdigi goriilmiistiir [10]. Yapilan diger
bir calismada Telekom sektortindeki miisteri kaybinin tahmini
icin ¢esitli makine Ogrenmesi teknikleri uygulamiglardir.
Adaboost ve XGboost Siniflandiricinin sirastyla %81,71
ve %80,8 ile en yiiksek dogrulugu verdigi tespit edilmistir
[11].

Yaptigimiz caligmada Ogrencilerin  yurttan ayrilma
sebepleri veri madenciligi yontemleri ile incelenmis ve yurttan
erken ayrilan 6grencilerin tespitine ¢alisilmistir. Calismanin
amaci, makine Ogrenmesi ve veri madenciliginde mevcut
teknikleri arastirmak ve ayrilan 6grenci tahminleri igin bir
model dnermek, ayrilma faktorlerini belirlemek ve elde tutma
stratejileri saglamaktir.

Bu makalede, cesitli veri madenciligi algoritmalar
kullanan ayrilan Ogrenci tahmin modeli Onerildi. Bir
siniflandiricinin performansi, mevcut veri setine baglidir. Veri
seti olarak Kredi ve Yurtlar Genel Miidiirliigiiniin Ankara
ilinde bulunan yurtlarinda barinan &grencilerinin 2016-2022
yillar1 arasindaki verileri kullanilmigtir. Onemli 6znitelikler,
bilgi kazanci ve korelasyon Oznitelik siralama filtresi gibi
oznitelik segme teknikleri kullanilarak secilmistir. Onerilen
ayrilan Ogrenci tahmin modeli, siniflandirict dogrulama
metrikleri kullanilarak degerlendirilmistir. Dogruluk, TP
orani, FP orani, Kesinlik, Hatirlama, F-6l¢iisii ve ROC alani
kullanilarak modelin performanst 6lgiiliir. Deneylerden,
onerilen modelin yiiksek dogruluk elde ederek, DecisionTable
algoritmasimin diger makine 6grenmesi algoritmalarina goére
daha iyi dogruluk tirettigi belirlenmistir. Yapilan arastirmalar
sonucunda, konu hakkinda yurti¢cinde pek fazla g¢alisma
yapilmadig1 goriilmistiir. Calismanin yeni arastirmalar igin
oncii olacagi varsayilmaktadir.

II. METARYALLER VE YONTEM

Ayrilan 6grenci tahmin modeli; 6grenci kaybini 6ngérmeyi
ve uzun siireli barinacak ogrencileri elde tutmayi
amacglamaktadir. Ogrenci kaybmin 6nlenmesi icin uygun
onlemlerin alinmasini saglamaktir.

Bu, ayrilip ayrilmayacaklarin tahmin edildigi ikili bir
siniflandirma problemidir. Bu sorunun iistesinden gelebilmek
i¢in; daha 6nce yapilan ¢aligsmalara dayanarak oldukea etkili
teknikler olan; dogrusal regresyon, destek vektor makinesi,
naive bayes, karar agaci, rastgele ormani vb. igeren makine
O0grenimi algoritmalar1 [9], [11], [12] kullanilir. Makine
O0grenimi modellerinde, 6n isleme sonrasi ozellik se¢imi,
siniflandirma dogrulugunun iyilestirilmesinde 6nemli bir rol
oynar.

Data Modeling
Preprocessing

=)
==]

Sekil. 1 Ayrilan Ogrenci Analizi Cergevesi

Sekil 1 Ayrilan Ogrenci Analizi cergevesini gostermekte ve
adimlarmi agiklamaktadir. flk adimda; giiriiltii giderme, veri
filtreleme, dengesiz veri Ozellikleri kaldirma ve verilerin
normallestirilmesini igeren veri 6n isleme yapilir. Onemli
Ozniteliklerin secimi bilgi kazanci ve korelasyon 6znitelik
siralama filtresi kullanilarak yapilmistir. Sorunun ¢dzimii igin
naive bayes, lojistik regresyon, gelistirme (boosting),
torbalama, karar tablousu, karar kiitigii,karar agaci, rastgele
orman, destek vektor makinesi, , en yakin komsu, yapay sinir
aglart (MLP), vb. makine dgrenmesi teknikleri kullanilmistir.
Tahminler yapilmis ve siniflandiricilarin basarilart; dogruluk,
kesinlik, hatirlama f-6l¢iisii ve karar verici etkinligi (ROC)
alan1 gibi metrikler kullanilarak degerlendirilmistir.

A. Veri On Isleme

Veri 0n isleme, veri madenciligi yontemleri uygulanmadan

Oonce veri seti {izerinde yapilan diizeltme, eksik veriyi
tamamlama, tekrarlanan verileri kaldirma, doniistiirme,
biitiinlestirme, temizleme, normallestirme, boyut indirgeme
vb. islemleridir.
Yapilan ¢alismada, Yurt Ogrenci veri seti igindeki binlerce
ogrenci kaydindan konuyla ilgili olanlar secilmistir, verilerin
veri madenciligi yontemleriyle analiz edilebilmesi i¢in tarih ya
da metin iceren ozellikler sayisallastirilmistir. Bazi 6zellikler
kategorik hale getirilmistir. Verilerden yeni veriler
dretilmistir. Griltiili veriler ¢ikarilmis ve eksik veriler
tamamlanmistir. Veri 6n isleme tamamlandiginda Tablo 1’de
gosterilen 34 6znitelikli 8783 veri kaydi siniflandirmaya hazir
hale getirilmistir.

Tablo 1. Segim Yapilacak Oznitelikler

Oznitelikler Oznitelikler
1 CINSIYET 18 |GELIR_PUAN
2 MEDENIDURUM 19 |BASARI_PUAN
3 YURTTANAYRILDIGIYAS 20 |OGRETIM_SEKLI
4 |ADRES IL ID 21 [PUAN_TURU
5 ENGEL_TURU_ID 22 \VELAYET
6 ONCELIK_DURUM 23 |BOLUM_OZEL YETENEK
7 BASVURU_TURU 24 |FAKULTE GRUP
8 IL_DISI_UNI_KARDES 25 |YURTLOKASYON
9 [IL_ICI UNI KARDES 26 |BAHCE
10 |ANNE_VEFAT 27 IMODELTIP
11 BABA_VEFAT 28 [YATAKTIPI
12 |ANNE BABA AYRI 29 |YATAK SAYI
13 |ANNE SAG OZURLU BEYAN|30 [UCRET TIPI
14 |[BABA_SAG OZURLU BEYAN|3] [YURT_BOLUMUZAKLIK
GRUP
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15 |VAKIF_TAM BURS DEGIL |32 |YURT_KAPASITE_GRUP_ 8 IL_DISI UNI KARDES 0.00084824  |0.033667
1 23 |BOLUM OZEL YETENEK |0.00065037 |0.026218
16 |MEB KARDES SAYI 33 |[BINAKAPASITE GRUP 1 | 10 [ANNE VEFAT 0.00026113 [0.01908

17 [SOSYAL_DURUM_PUAN 34 [KALDIGI_AY 1 ANNE_SAG_OZURLU BE
S . 13 [YAN 0.00025486  |0.01885

B. ._Ozn”el’k Segimi BABA SAG OZURLU BE
Oznitelik se¢imi, ¢alisilan problem i¢in en 6nemli ve en |14 |[YAN 0.00000212  |0.001715
yararli Ozellikleri secerek veri setindeki Ozellik sayismin |7 |BASVURU TURU 0 0.012634
azaltilmasini amaglamaktadir. Algoritma hizini arttirir, ilgisi |2 |MEDENIDURUM 0 0.000649
olmayan ya da ilgisi diigiik olan veriyi ortadan kaldirir, veri |20 |OGRETIM SEKLI 0 0.009714
kalitesini artirir, veri setini daha basit ve anlasilabilir hale |9 |IL_ICI UNI KARDES 0 0.002055
getirir, 6nerilen modelin basarisini arttirir [13]. Bu nedenle |3 |[ENGEL TURU ID 0 0.000454
Oznitelik se¢imi dnemlidir. Literatiirde 6znitelik se¢imi i¢in bir 6 |ONCELIK DURUM 0 0.009035
takim teknikler [2], [14], [15], [16] mevcuttur. 25 |YURTLOKASYON 0 0.024252

Bilgi kazanci, bir veri kiimesinin doniisiimiinden
kaynaklanan entropideki azalmayi hesaplar. Her degisken
bilgi kazancinit hedef degisken baglaminda degerlendirerek
ozellik secimi i¢in kullanabilir. Korelasyon ise iki varlik
arasindaki istatistiksel iligki olarak tanimlanir. Makine
o6greniminde korelasyon, iki veya daha fazla ozelligin
birbirleriyle ne kadar iligkili olduklarin1 kontrol etmek igin
kullanilir. 1ki &zellikten herhangi biri yiiksek diizeyde
iligkiliyse veya her ikisi de ayni bilgiyi tasiyorsa bu durumda
bunlardan biri gereksizdir aralarindan se¢im yapilir.

Bu calismada 6znitelik sec¢imi, Bilgi Kazanci ve Korelasyon
Nitelikleri Siralama Filtresi teknikleri WEKA ara¢ setini
kullanilarak yapildi. Yurt Ogrenci veri setinde, her iki teknigin
Tablo 2’de gosterilen sonuglarina gore yiiksek siralama
degerlerine sahip olan toplam 34 &zellikten ilk 27°s1 segildi.
KALDIGI AY 1 smiflandirmayr direkt etkilediginden
cikarilmigtir. Bu ¢alismada kullanilan veri seti 26 6znitelik
icermektedir. Boyle yiiksek boyutlu bir veri setinde, bazi
nitelikler performans Olgiimiinii iyilestirir ve karar verme
stireci i¢in faydalidir, digerleri ise daha az 6nemli niteliklerdir.
Oznitelik seciminde bu norm géz dniine almmustir.

Tablo 2. Bilgi Kazanci ve Korelasyon Oznitelik Secim filtresi siralama

sonuglari
No Oznitelik Bilgi Kazanci1| Korelasyon
Siralamasi Siralamasi
34 |KALDIGI AY 1 0.64249692  0.726607
3 YURTTANAYRILDIGIYAS ]0.49232142  0.670929
1 CINSIYET 0.04970366  0.261717
24 |FAKULTE GRUP 0.04834594  10.079863
YURT BOLUMUZAKLIK
31 |GRUP 0.03705054  0.20598
26 |BAHCE 0.02653318 |0.191283
27 |MODELTIP 0.01884151 ]0.107257
28 |YATAKTIPI 0.01873054  0.009715
16 |MEB KARDES SAYI 0.01191664  0.127498
30 |UCRET TIPIL 0.00871423  10.089996
22 |VELAYET 0.00671395  0.087683
12 |ANNE BABA AYRI 0.00661807  10.09589
21 |PUAN TURU 0.00512664  0.031489
18 |GELIR PUAN 0.00503488  10.041905
4 ADRES IL ID 0.00409062  0.036573
17 |SOSYAL DURUM PUAN ]0.00389283 [0.021928
VAKIF_TAM BURS DEGI
15 |L 0.00369065  0.069434
29 |YATAK SAYI 0.0036464 0.009715
33 |BINAKAPASITE GRUP 1 ]0.00344194 [0.063874
32 |YURT KAPASITE GRUP 1]0.00269516 ]0.05618
19 |BASARI PUAN 0.00165298  10.024623
11 |BABA VEFAT 0.00112052  ]0.039521

C. Swiflandirma Algoritmalart

Siniflandirma; tahmin edici bir yontemdir, denetimli bir
ogrenme algoritmasidir. Simiflandiricilar bir veri setinin,
icerdigi ortak dzelliklerine gore belirli kategorilere ayrilmasini
saglamaktadir. Bu amagla ¢esitli algoritmalar gelistirilmistir
[17].

Yurt Ogrenci veri setinde iki tiir 6grenci vardir. Birincisi,
mezun 0grenciler; yurtta okuldan mezun olana kadar kalirlar.
Ikinci tip ise yurttan kendi istegiyle vaktinden &nce ayrilan
ogrencilerdir. Onerilen model, yurttan ayrilan &grenciyi
hedefliyor ve ayriligin arkasindaki nedenleri tanimliyor. Bu
calismada, Ogrenci verilerini smiflandirmak igin bir dizi
makine Ogrenme teknigi kullanilmistir. Algoritmalardan
hangisinin G6grencileri en 1iyi sekilde smiflandirdigini
degerlendirmektir. 10-k capraz dogrulama ile J48, Karar
Kitigii, Karar Tablosu, Adaboost, LogitBoost, Torbalama,
Naive Bayes (NB), Rastgele Orman (RF), Cok Katmanli
Algilayict (MLP), Lojistik Regresyon (LR), SVM ve KNN
kullanildi. Smiflandirma islemi WEKA 3.8.6 ara¢ takimi
kullanilarak gerceklestirilmistir.

Asagida; giivenilirligi, verimliligi ve popiilerligi dikkate
alinarak, makine 6grenmesi i¢in kullanilan alt1 kokli teknik
sunulur [11], [12], [13], [18], [19].

Karar Agaclari, belirli bir veri kiimesi i¢in siniflandirma
kurallart olusturabilen karar kiimelerini temsil eden agag
seklindeki yapilardir. Misteri kaybi probleminde, yiiksek
dogruluga sahiptir. Destek vektor makinesi, verileri ¢ok
boyutlu bir girdi alanma haritalayarak ve alan1 homojen
boliimlere ayiran optimal bir hiperdiizlem olusturarak oriinti
tanima problemlerini ¢6zmektedir [20]. Yeni Orneklerin
tahminleri daha sonra bu boliimlere gore simiflandirilir. Yapay
sinir aglari, insan 6zelliklerinden biri olan 6grenme ile yeni
bilgiler tiiretme, olusturma gibi yetenekleri gerceklestiren
bilgisayar sistemleridir. Bayes siniflandiricisi, Bayes
teoremini  gli¢li  (naive) bagimsizlik varsayimlariyla
uygulamaya dayanan basit bir olasiliksal siniflandiricidir. Bu
siniflandiricy, bir siiftaki belirli bir 6zelligin baska bir 6zellik
ile dogrudan iligkili olmadigin1 varsayar, ancak o smifin
ozellikleri kendi aralarinda bagimlilik yaptirabilir [18]. Naive
Bayes smiflandiricisinin birgok uygulamada faydali oldugu
goriilmektedir. Regresyon analizi degiskenler arasindaki
iligkiyi 6lgmek i¢in kullanilan istatistiksel bir siirectir. Bir
bagiml degiskenin birden fazla bagimsiz degisken arasindaki
iliskiye odaklanildiginda, ¢esitli degiskenlerin modellenmesi
ve analiz edilmesi igin bir¢ok teknik icerir. Topluluk 6grenme,
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bir dizi temel siniflandirici tarafindan yapilan tahminleri
birlestirir.  Coklu makine 6grenimi algoritmalarinin Ll LE ot ROC- 031

kullanilmasi, bir sorun i¢in bir dizi hipotez olusturulmasina ’ :

saglar. Smiflandiricilar toplulugu, ortak bir sonug tiretmek igin

hipotezleri birlestirir [13]. Ornegin; rastgele orman, birden ¢ok ‘ ‘
karar agacinin tahminlerini birlestiren topluluk
siniflandiricilarindan biridir. Topluluk 6grenmesinin popiiler

yontemlerinden bazilari torbalama, giigclendirme, ¢ogunluk
oylama ve istiflemedir.

D. Model Basarisimin Degerlendirme Yontemi

Smiflandiricilarin, tahminindeki performansini uygun , . '
parametrelerle degerlendirmek amaciyla, Tablo 3'de gosterilen : * 1 v
karigiklik  matrisinin  igeriginden hesaplanan  kesinlik, Sekil 2 Naive Bayes ROC Alani Sekil 3 LogisticRegresyon ROC

hatirlama, dogruluk ve F-6lgiisii 6l¢iimlerini kullaniyoruz [11]. Alani
Tablo 3. Karigiklik Matrisi TMW?H:M e o
Ayrilanlar (Kendi Ayrilmayanlar /
Istegiyle Yurttan (Mezun olan -
Ayrilan Ogrenciler) Ogrenciler )
Ayrildi Tp Fn
Ayrilmadi Fp Tn . v

Swniflandiricilarin - performanslart  karigiklik  matrisi
cikarildiktan sonra, farkli Olgiitler ile kiyaslanmistir. Bu
oOlgiitler dogruluk oram1 (Tp Rate), yanlislik oram1 (Fp Rate),
basar1 orani(A), hatirlama(R), kesinlik (P), F-6lgiisii (F), . . : ‘
AUC-ROC egrileridir. Basar1 orani (A): Toplam veri igindeki ‘ u 1 '
dogru tahmin oramdir, duyarlilik (R): Pozitif olarak tahmin Sekil 4 AdaBoost ROC Alani " Sekil 5 Bagging ROC Alani
edilmesi gerekenlerin, kacinin dogru tahmin edildigini
gosteren metriktir, kesinlik (P): Pozitif olarak tahmin edilen

orneklerin kaginin dogru tahmin edildiginin oramdir, F-Olgiisii r—— : T P
(F): kesinlik ve duyarliligin harmonik ortalamasidir [18]. P
I11. SONUC VE TARTISMA /
Deneysel calismanin sonuglari, tablo 4’te gosterilmistir.
Dogru tahmin orani, yanlis tahmin orani, kesinlik, hatirlama, .
f-6lciisti, ROC alan1 degerlerine gore smiflandiricilarin ' '
bagarilar1 belirlenmistir. Karar Tablosu (Decision Table) en
yiiksek dogruluk oranma sahiptir. ROC alani degeri 1.0'e
esitse, bu mitkkemmel bir tahmindir.
0 - 0
Tablo 4. Siniflandiricilarin Performanslar: ' o : ! v :
F- Sekil 6 LogitBoost ROC Alani Sekil 7 Decision Table ROC
Accurac |TP (FP Precisi Measu (ROC Alant
Classifier y Oran|Oran1_|on Recall [re Area
Naive Bayes 82,9329 [0,766(0,118 0,843 0,766 (0,803 [0,899
LOgiStiCRegre Mot (Arez under ROC = 03513) Pt (Area under RIOC = 08583,
syon 86,2689 (0,79 10,077 10,894 10,79 0,839 (0,905 . o . o
AdaBoost 86,9293 10,751/0,032 0,951 0,751 10,839 10,895 // B e
Bagging 86,36 0,76610,055 10,92 0,766 10,836 (0,912 //// r(,-" -
LogitBoost 86,8041 [0,754/0,038 10,943 0,754 (0,838 (0,915
Decision
Table 86,9521 [0,753/0,034 10,949 10,753 (0,839 10,89
Decision 05 0
Stump 86,9293 [0,751/0,032 10,951 0,751 (0,839 10,851
J48 86,5536 [0,778]0,062 10,912 10,778 (0,84 0,868
RandomFores
t 86,3031 [0,783/0,071 10,902 0,783 (0,838 10,916
SVM 86,4966 10,771/0,057 10,918 0,771 10,838 0,857
KNN 72,6176 [0.663]0.221 0713 0,663 [0.687 [0.72 - - {
ANN :
(Multiplayer Sekil 8 Decision Stump ROC Sekil 9 J48 ROC Alani
Perceptron)  [84,4131 ]0,792]0,112 10,854 10,792 0,822 [0,898 Alam
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Degirmenci ve Yildiz, Yurtta barinan égrencilerin ayrilma sebeplerinin veri madenciligi yontemleriyle analiz edilmesi, BMYZ, Ankara,
Tiirkiye

Pt e e ROC =815 ot s nder 00 = 18569

1

] 0.3 1 1

T
[ 0.5 1

T

Sekil 10 Random Forest ROC
Alan

Sekil 11 SVM ROC Alam

Pt [#vza eder ROC = 17202 Plot (reg under RO

0

] [§] 1

Sekil 12 KNN ROC Alani Sekil 13 MLP ROC Alan

Literatiir taramasi yapilmig yurttan ayrilma nedenlerinin
analiz edilmesine benzer pek fazla calisma olmadigi
goriilmiistiir ancak bu probleme benzer miisteri kaybi
analizleri yapilmigtir. Bu ¢alismalar incelenmistir, kullanilan
yontemlerin zayif ve giiglii yonleri ele alinmigtir. Sorunun
¢Oziimiine uygun bir model 6nerilmistir.

Yaptigimiz deneysel caligmalar neticesinde Tablo 4’te
gosterildigi gibi topluluk 6grenimi algoritmalarinin daha
basarili sonuglar verdigi tespit edilmistir. Karar Tablosu
(DecisionTable) algoritmasinin %86,95 dogruluk ve %89
ROC alani, Adaboost algoritmasinin %86,93 dogruluk ve %89
ROC alam1 ve Karar Kitiigii (Decision Stump)
algoritmasiin %86,93 dogruluk ve %85 ROC alani ile iyi
performans gosterdigi goriilmiistiir. %91,6 ile en iyi ROC
alanina sahip Random Forest %86,3 dogruluk orani
gostermistir.

Caligmasmin sonucunda oOgrencilerin Ozelliklerine gore
yurttan ayrilma nedenleri tespit edilmis, erken dénemde
yurttan ayrilan 6grenciler basarili sekilde bulunmustur. Cikan
sonuglarin  degerlendirilmesi  ile  yurt  kosullarinin
iyilestirilmesi ya da sosyal ortamin diizenlenmesi ve yurttan
ayrilmanin asgari diizeye indirgenmesi hedeflenmektedir. ilk
birkag ayda yurttan ayrilmasi dngériilen 6grenci profilinin yurt
bagvuru ve yerlestirme kriterlerinin yeniden gdzden
gecirilmesi Onerilecektir.

Gelecek caligmalarda Ankara ilinde yurtta barman ve dort
yil 6grenim gorecek dgrenciler icin alinan verilerin diger illere
ve Ogrencilere de yaygimlastirilmasi, dezavantajli grup igin
caligmanin derinlestirilmesi planlanmaktadir.
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