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Ozet — Akut Lenfoblastik Losemi (ALL) genellikle 2-5 yas arasindaki ¢ocuklarda goriilen, kemik iligindeki lenfoblastlarin
hizli artisgindan ve sekilsel bozukluklarindan kaynaklanan bir kanser tiirlidiir. Tespit edilip tedavi siirecinin baglatilmadig:
takdirde Oliimlere yol acabilmekte olan bu hiicrelerin normal hiicrelere morfolojik agidan benzemesi, hastaligin teshisini
zorlagtirdig1 bilinmektedir. Bu ¢aligmada Naive Bayes (NB), Random Forest (RF) ve Destek Vektor Makinesi (Support Vector
Machine — SVM) algoritmalarindan yararlanilarak hiicrelerin (kanserli-kansersiz) siniflandirmast yapilmistir. Siniflandirma
icin agik kaynakli Cancer Imaging Archive tarafindan sunulan ALL hastaligina iligkin 101 hastadan alinmig 12528 adet
patoloji goriintiisii kullanilmigtir. Bu goriintiilerin 8491 tanesi kanserli, 4037 tanesi kansersiz olarak etiketlenmistir. ALL veri
seti kullanilarak RGB (Red Green Blue) ve Gray Scale renk uzaylarinda siniflandirma performanslari test edilmistir. Test
sirasinda her iki renk formati iginde orijinal ve arttirtlmis veri kullanilarak 2000, 6500, 10320, 12130 biiyiikliigiinde hastalikli
& sagliklt hiicrelerin olusturdugu 4 farkli veri kiimesi kullanilarak, her bir goriintiiniin 32x32 ve 128x128 o6lgiilerine yeniden
boyutlandirilip siniflandirma islemi gergeklestirilmistir. Yapilan deneysel caligmalar sonucunda RGB renk uzayinda 2000
boyutlu veri seti ve 128x128 boyutlarina 6l¢eklendirilmis goriintiiler iizerinde SVM algoritmasinin %89‘luk dogruluk orani ile
en iyi sonucu verdigi gézlenmistir.

Anahtar Kelimeler— Naive Bayes, Random Forest, Destek Vektor Makinesi, Siniflandirma, Makine Ogrenimi ,Dijital Patoloji

Classification of Acute Lymphoblastic Leukemia Using Machine Learning

Abstract — Acute Lymphoblastic Leukemia (ALL) is a type of cancer that usually occurs in children aged 2-5 years, resulting
from the rapid increase of lymphoblasts in the bone marrow and the deformities. Morphological resemblance of these cells to
normal cells is known to complicate the diagnosis of the disease, if not detected and not the treatment process started, this can
lead to death. In this study, Naive Bayes (NB), Random Forest (RF) and Support Vector Machine (SVM) algorithms are used
to classify the cells (malign-benign). For classification, 12528 pathology images from 101 patients with ALL, presented by the
open source Cancer Imaging Archive, were used. 8491 of these images were labeled as malign and 4037 of them were labeled
as benign. Using ALL data set, classification performances in RGB (Red Green Blue) and Gray Scale color spaces were tested.
During the test, the original and increased data in both color formats using 2000, 6500, 10320, 12130 size of malign & benign
cells using 4 different data sets, each image was resized to 32x32 and 128x128 size classification was performed. As a result of
the experimental studies, it was observed that the SVM algorithm, which was run on the 2000 dimensional dataset and the
images scaled to 128x128 dimensions, gave the best result with 89% accuracy ratio.

Keywords — Naive Bayes, Random Forest, Support Vector Machine, Classification, Machine Learning, Digital Pathology

. Giris gorevlerini yerine getirememisinden kaynaklanan bir kan
Lésemi diinya genelinde ¢ocuklarda en ¢ok goriilen kanser kanseri tiirtidiir [2], [3]. Kanserin morfolojik ac¢idan incelenip
tiirlerinden biri olarak bilinmektedir. Fig.1’de bulunan 2018 ~ diger hiicrelerden ayristirilmasi ve tespit edilmesinin zor
yilina ait kanser istatistiklerine bakildiginda, diinyadaki 0-14 ©ldugu bazi calismalarda bahsedilmektedir. Tespitin zor
yas arasindaki kanserli ¢ocuklarin 16semi tiiriine sahip olma olmasimin  sebebi lenfoblastlarin  lenfositlere  sekilsel
riskinin yiiksek oldugu goriilmektedir. Fig.2’ye bakildiginda benzerlikleri ve kiiciik farkliliklarindan kaynaklanmaktadir.
ise bu oranin iilkemizde daha yiiksek oldugu gériilmektedir Lenfositler diizenli kenar1 olan yogun gekirdege sahipken,
[1]. lenfoblatlar diizensiz, pargacikli ¢ekirdege ve sitoplazma ile
Akut Lenfoblastik Lésemi (ALL) g¢ocuklarda gdriilen arasinda bosluga sahip bir yapidadir. Bu yontemle hastaligin
16seminin %75-80’ini olusturmaktadir. Genellikle 2-5 yag ~insan tarafindan fark edilip teshis edilebilmesi oldukca
arasindaki gocuklarda goriildiigii ve hastahigin hizli ilerledigi ~ Z0rdur. Teshis i¢in gorintilerin bilgisayar tabanlt sistemlere
bilinmektedir. ALL, lenfoblastlarin (olgunlasmamis lenfler) ver1lmes1. daha pesnel ve dogru sonuglar elde etmemizi
kontrolsiiz ve hizl1 artis1 sonucunda normal kan hiicrelerinin saglayabilmektedir [4].
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Leukaemia
65111 (32.5%)

Other cancers
66 596 (33.3%)

Testis
2936 (1.5%)

Liver
4181 (2.1%)

BNS
23982 (12%)

Hodgkin lymphoma
8086 (4%)

Kidney

NHL
12062 (6%) 17 212 (8.6%)

Total : 200 166

Fig.1 2018 yil1 0-14 yas aras: diinya kanser istatistikleri WHO tarafindan
paylasilmistir.

Other cancers
1030 (29.7%)
Leukaemia

1218 (35.2%)

Liver
52 (1.5%)

Thyroid
82 (2.4%)

Hodgkin lymphoma
167 (4.8%)

Kidney
177 (5.1%)

NHL Total : 3 464

BNS
481 (13.9%)
257 (7.4%)

Fig.2 2018 yili 0-14 yas arasi Tiirkiye kanser istatistikleri WHO tarafindan
paylasilmustir.

Abdeldaim ve digerleri [4] 130 saglikli 130 kanserli kan
hiicresi  gorintiilerinden olusan ALL-IDB2 veri setini
kullanarak hiicreleri kanserli/kansersiz olarak
simiflandirabilmek icin sistem gelistirmislerdir. ilk olarak
gorliintii  gorintilleri RGB den CMYK (Cyan, Magenta,
Yellow, Key) renk formatina doniistiiriip histogram esitleme
ve esikleme islemlerini  uygulayarak  goriintiiniin
bolitlemislerdir. Ardindan sekil, renk o6zelliklerine bakip
normalize ederek goriintiiniin 6zelliklerini ¢ikarmiglardir. Son
olarak da KNN, SVM, NB ve DT algoritmalariyla
smiflandirma islemini gergeklestirerek hiicreleri kanserli ve
normal olarak siniflandirmayr  basarmislardir.  Farkli
algoritmalart1  kullanarak  performans  karsilastirmasi
yapmislardir. Sonug olarak KNN algoritmas: bu sistemde
farklt ozellikleri kullanarak ~ yapilan  deneylerin
sonucunda %86-96 araliginda her 6zellik kombinasyonunda
en iyi sonucu veren algoritma oldugunu géstermislerdir.

Bhuiyan ve digerleri [5], kan hiicreleri goriintiisiine sahip
ALL-IDB1 veri tabanindan alinan 108 adet goriintii verisini
kullanarak RF, SVM, Lojistik Regresyon (Logistic
Regression -LR) ve Karar Agaci (Desicion Tree - DT)
algoritmalar1 ile smiflandirip ¢esitli metriklere gore
performans karsilagtirmast  yapmuslardir.  Siniflandirma
isleminden 6nce verileri kirparak beyaz kan hiicrelerini elde
etmislerdir. hiicrenin patlayan/patlamayan ayrimi igin renk
filtrelemesi yapmuslardir. Kenar bulma isleminden sonra
HOG (Histogram of Oriented Gradients) ozellik
tanimlayicisi, normallestirme ve son olarak boyut kiigiiltme
islemini  yapmuslardir.  Boylece  oOzellik  ¢ikarimini
gergeklestirip sectikleri siniflandiricilara vererek
siniflandirmiglardir. ~ Siniflandirmanin =~ sonucunda SVM
algoritmast %99.05 ACC, %99,2 Precision, %99 Recall

ve %99 F-score orantyla en basarili algoritma oldugunu
belirtmiglerdir.

Selcuk ve digerleri [6], 130 adet ALL hastalifina sahip,
130 adet saglikli hiicreden olusan veri kiimesi O6zellik
¢ikarimi  i¢in  dalgacik doniisimiinden  gecirmislerdir.
Ardindan goriintiiniin renk skalalarini belirleyerek uygun
olmayan hiicreleri gri seviyeye g¢evirmislerdir. Verileri 140
adetini egitim 120 adetini test i¢in kullanarak SVM
algoritmasinda smiflandirma islemini gerceklestirmiglerdir.
10 iterasyon sonucunda %93,91 ACC basar1 oram elde
etmistir.

Bu c¢alismada kan hiicrelerinden alinan orneklerin
kanserli/kansersiz siniflandirmasi yapilmistir. 2. Boliimde
makine dgreniminden, 3. Bolimde yapilan ¢aligmadaki veri
seti, calisilan platform ve yontemler anlatilirken, 3. Boliimde
elde edilen bulgular 4. Boliimde ise elde edilen sonuglar ve
gelecekteki galismalar anlatilmaktadir.

Il. MATERYAL E YONTEM
A. Veri Seti
Cancer Imaging Archive tarafindan sunulan ALL veri seti
toplamda 6500 adet wveri icerecek sekilde yeniden

diizenlenmistir. Bu verilerin hepsi etiketli olup 3250 tanesi
saglikli, 3250 tanesi kanserli hiicrelerden olugan goriintiileri
icermektedir.  Veriler  450x450  goriinti  Olgeginde
sunulmustur. Alinan veri seti kanserli ve kansersiz goriintiiler
esit olacak sekilde 2000, 6500, 10320 ve 12130 adet veri
igeren setler halinde 4 grup olusturulmustur.

10320 ve 12130 adet veri igerek kiimelere veri arttirma
islemi uygulanmigtir. Arttirma igin 4800 adet veri igeren yeni
bir kiime olusturularak buradaki goriintiiler sirasiyla 2 ve 3
kez 30 derece dondiiriilmiis parlakligi 0.1 oraninda arttirilmig
ve 0.1 oraninda kaydirilarak yeni goriintiiler elde edilmistir.
Bu veriler cross-validation yontemi ile egitim ve validasyon
olarak  bolinmistiir.  Algoritmalarin  basar1  oranlarim
degerlendirmek i¢in ise agin daha 6nceden hi¢ gérmedigi 200
veriden olusan yeni bir test veri seti kullanilmigtir.

Fig.3 Kanserli kan hticresi

Fig.4 Kansersiz kan hiicresi

B. Kullanilan Donanim Platformu

Gelistirilen uygulama i¢in Keras, OpenCV, Sklearn,
TensorFlow, Numpy, Matplotlib gibi birgok kiitiiphaneyi
destekleyen ve iicretsiz GPU destegi saglayan Google Colab
platformu kullanilmistir. Fig.4’de goriildiigi gibi kullanilan
platformun Tesla K 80 GPU, Intel Xeon CPU 2.3 GHz, 2
cekirdek, 12 gb RAM ve 311 GB disk kapasitesi gibi fiziksel
ozelliklere sahip oldugu goriilmektedir.

Uygulama Pyhon dilinde yazilmigtir. Colaba verileri
cekebilmek igin  veriler oncelikle Google Drive’a
yiiklenmistir. Google Drive ile Colab arasinda baglanti
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kurularak verilere erisim saglanmistir. Verileri igleyebilmek
ve tlizerinde iglem yapip siniflandirabilmek icin Numpy,
Matplotlib ve Sklearn kiitiiphanelerinden yararlanilmustr.

C. Kiitiiphaneler

NumPy: N boyutlu diziler, karmasik fonksiyonlar,
matematiksel doniisiimler, mantiksal ve istatiksel
islemler, siralama, segme gibi sayisal islemlerde
kullanilan temel Python kiitiiphanesidir [7].
Matplotlib: 2 boyutlu gorsel islemlerinde kullanilan
Python  kiitiiphanesidir. Gortintti  verilerini
kullanabilmek, ckrana yansitabilmek i¢in ya da
sonuglar1  grafik, histogram, c¢izelge seklinde
gorsellestirme i¢in kullanilan ¢izim kiitiiphanedir
[8].

Sklearn: Agilimi Skit-Learn seklin olan Python
kiitiiphanesidir. Veri madenciliginde etkin bir arag
olan bu kiitiiphane siniflandirma, kiimeleme, boyut
kiigliltme, 6n isleme, regresyon ve model sec¢imi
islemlerinde kullanilmaktadir [9].

D. Yontem

Calisma kapsaminda makine 6grenimi algoritmalarindan

RF,

NB ve DVM yontemleri kullanilmistir. Bu

yontemlerden;

Random Forest: Birden fazla karar agacinin
birlegsmesiyle olusan algoritmadir. Oy ¢okluguna
gore tahmin yapmaktadir. Gelen verinin sinifini
belirleyebilmek icin her agacin tahmin sonucu
sayilmak suretiyle, oyu en ¢ok alan sinif verinin ait
oldugu  smuf olarak  belirlenmektedir. Bu
smiflandiricinin genelleme hatasi topluluktaki her
bir agacin giicline ve aralarindaki korelasyona bagli
olarak degismektedir [10].

Egitimseti — S = (x1, x1), ..., Otn, Xp),
Ozellikler - F,
Ormandaki agaglarin sayist - B

function RandomForest (S, F)
He<o
foriel, .., Bdo
SO s
h; «
RandomizedTreeLearn (S® , F)
H < HU {h}
end for
return H
end function

function RandomizedTreeLearn (S, F)
v digim igin:
f « F'nin en kigiik alt kiimesi
Eniyi 6zelligi f olarak aywr
return Egitilen agag
end function

Fig.5 Random Forest algoritmasinin sézde kodu [11]

Naive Bayes: Birbirinden bagimsiz veriler iizerinde
hizli ¢alisip basarili sonuglar iireten istatiksel
smiflandiricidir. Tembel 6grenme algoritmasi olarak
da Dbilinmektedir. Siniflandirma islemi Bayes

teoremine dayanmaktadir. Siniflandirma yapabilmek
icin bir olayin tiim olasiligin1 hesaplamaktadir. En
yiiksek degere sahip duruma gore verinin siifin
belirlemektedir [12].

Egitimseti — T (ty, ty, ..., ty),
Tahmin sonuglart - R = (1, 13, ..., ),
Smif - C(cq, €3y Cn)s

function NaiveBayes (C, R):

P (G| R): RICH
_ P(R|C)P(Cy)
P(GIR) ==
P(R|C)) = P(1y, 19y e, Tn| C))
return Cpq, = argmax ¢, (R|C;)

Fig.6 Naive Bayes algoritmasinin sézde kodu

Destek Vektor Makinesi: Sonsuz boyutlu alanda
dogrusal veya dogrusal olmayan verileri belirgin bir
sekilde smiflandiran algoritmadir. Temelde dogrusal
smiflandirma yapabilen bu algoritma dogrusal
olmayan verileri siniflandirabilmek icin g¢ekirdek
hilesine bagvurarak yeni bir diizlem olusturmaktadir.
Bu islem sayesinde verileri birbirinden ayirarak
smiflandirilabilmektedir [13], [14].

Egitim seti — X (xq, X2, ., Xpn),
Esik degeri — t,
Vektor - v

function DestekVektoérMakinesi :
h(x)=vx+t=0
if h(x) =2 +1
h(x) - Stuf 1
elseif h(x) < -1
h(x) - Suf 2
return

Fig.7 Linear SVM algoritmasimin sézde kodu

Calisma igin hazirlanan her bir veri seti Fig.8 ve Fig.9 da
goriindigii gibi RGB ve GrayScale renk formatlarina
doniistiiriImiistir.

Fig.9 GrayScale renk
uzayinda kanserli hiicre

Fig.8 RGB renk uzayinda
kanserli hiicre goriintiisii

Ardindan her bir renk formati i¢in goriintiiler 32x32 ve
128x128 boyutlarina yeniden 6l¢eklendirilmistir. Fig.10 da
450x450 olgegindeki orijinal goriintiiniin diger boyutlara
6l¢ceklenmis hali gosterilmektedir.
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Fig.10 450x450

Fig.11 128x128 Fig.12 32x32

Renk formati ve Olgekleme islemlerinden sonra veriler
karigtirilarak %70’ egitim %30’u validasyon olacak sekilde
boliinmiislerdir. Boliinen veriler egitim i¢in gdnderilirken test
icin 100 adet kanserli 100 adet kansersiz veriden olusan farkli
bir veri seti kullanilmistir. Veriler tamamen hazirlandiktan
sonra Random Forest (RF), Naive Bayes (NB) ve SVM
algoritmalart kullanilarak smiflandirma iglemi yapilmistir.
Smiflandirma  iglemi sirasinda algoritmalarda  gesitli
parametreler kullanilmistir. Her bir algoritma i¢in kullanilan
parametreler su sekildedir;

e RF algoritmasi i¢in ormanda bulunan agaglarin
sayist 10 olarak belirlenmistir. Her diigiim icin
secilen rastgele 6zelliklerin boyutu yani maksimum
Ozellik sayis1 da 8 olarak belirlenmistir.

e NB algoritmasinda  MultinominaINB  modeli
kullanilmistir. Alpha &zelligi 1.0, fit prior 6zelligi
True olarak belirlenmistir boylece siniflarin 6nceki
olasiliklar1 hesaba katilmustir.

e SVM algoritmasinda veriyi daha iyi haritalamak i¢in
cekirdek 6zelligi linear olarak belirlenmistir. Her bir
egitim Orneginin hatali siniflandirilmasint dnlemek
icin ise C degeri 0.01 olarak belirlenmistir.

Algoritmalarin basari oranlart secilen parametrelere gore
degismektedir. Farkli parametreler deneyerek hangi
parametre ile maksimum basari orant elde edildigi tespit
edilmistir.

I11. BULGULAR VE TARTISMA

Calismanin test asamasinda farkli veri seti boyutlari,
gorlintlii Olgekleri ve renk formatlar1 kullanilarak RF, NB,
SVM algoritmalar1 {izerinde galigtirilmistir. Yapilan testlerin
Accuracy (Dogruluk), Precision (Hassasiyet), Recall
(Hatirlatma) ve F1-Score performans metrikleri sonuglart
tablolarda gosterilmektedir. Metrikler tabloda gosterilirken
Accuracy i¢in Acc, Precision i¢in Prec, Recall i¢in Rec ve
F1-Score i¢in F1-Sc kisaltilmalart kullanilmistir.

Tablo 1. RF algoritmasinin Gray renk formatinda performans sonuglari

Veri Seti G.i?riintii RF

Boyutu Olgegi Acc(%) Prec(%) Rec(%) F1-Sc(%)
WO s s s @6
B A
0 s e 2 e e
20 s aes a6 was

Tablo 2. NB algoritmasinin Gray renk formatinda performans sonuglari

Veri Seti G_t?ri.'mti.i SVM

Boyutu Olgegi Acc(%) Prec(%) Rec(%) F1-Sc(%)
200 o0 oms s @ om
S0 g ms s 8w
020 e s m om o
I S A

Tablo 3.SVM algoritmasinin Gray renk formatinda performans sonuglari

Veri Seti G.i.:iri.'lntii SVM

Boyutu Olgegi Acc(%) Prec(%) Rec(%) F1-Sc(%)
W0 s s s s 79
R L
- S
T - S R R

Tablo 4. RF algoritmalarinin RGB renk formatinda performans sonuglari

Veri Seti G'i'irﬁntﬁ RF

Boyutu Olgegi Acc(%) Prec(%) Rec(%) F1-Sc(%)
W0 o ses s s e
o ZETEo%E Y
I -
I AR

Tablo 5. SVM algoritmalarinin RGB renk formatinda performans sonuglari

Veri Seti G?rﬁntij NB

Boyutu Olgegi Acc(%) Prec(%) Rec(%) F1-Sc(%)
W0 s ss s om0
S0 e s s @
00 ohs m m omm
Y R R S

Tablo 6.SVM algoritmalarinin RGB renk formatinda performans sonuglari

Veri Seti G_t.iri]ntii SVM

Boyutu Olgegi Acc(%) Prec(%) Rec(%) F1-Sc(%)
WO s s w5 w @
S0 g ws s e e
020 s ms  m w7
B0 g s w7

Bu tablolara bakildiginda en iyi test sonucunun

Tablo.6’daki 2000 veri seti, 128x128 goriintii dlgegi ve SVM
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algoritmast  kullanilarak elde edildigi  goriilmektedir.
Acurracy performans metrigine goére %89, Precision
metrigine gore %89,5, Recall metrigine gore %88 ve FI-
score metrigine gbre %87 oraninda basar1 elde edilmistir.
ALL gorintilerinin  siniflandirilmast  sonucunda SVM
algoritmas1 benzer ¢alismalarda da [5], [6] goriildigi gibi
daha basarili oldugu goriilmektedir.

IV.SoNuC

Caligmada veri seti boyutu, goriintii 6l¢cegi ve renk formati
degistirilerek ALL veri kiimesi tizerindeki basar1 degerlerinin
karsilagtirilmasi yapilmistir.

Elde edilen sonuglara gore veri setinin biyikliigiiniin
basariya katkida bulunmadigi fakat goriintii dlgeginin
biiyiitilmesi ve RGB renk formatinin kullanilmasinin
basariya olumlu katki yaptig1 gézlenmistir.

Ayni zamanda 2’li smiflandirma yapabilmek i¢in SVM
algoritmasinin  ¢ekirdek parametresinin  ‘linear’ olarak
secilmesinin daha iyi sonug firettigini ve bu yilizden en iyi
sonucu SVM algoritmasiyla elde ettigimizi diisiinmekteyiz.

Gelecekte siniflandirma iglemlerini kovoliisyonel sinir
aglar1 ile gergeklestirip bu c¢aligmada kullanilan makine
6grenimi yontemleri ile karsilastirilmasi {izerine caligmalar
yapilacaktir.

TESEKKURLER

Cancer Imaging Archive tarafindan erisim saglanan ALL
veri setinin kullanilmasina izin veren ve diizenlenmesine
katk1 saglayan tim yetkililere tesekkiir ederiz [15], [16], [17],
[18], [19], [20], [21].
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