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Özet – Eşikleme yöntemleri kenar belirleme, bölütleme ve kümeleme yaklaşımlarında sıklıkla kullanılmaktadır. Söz konusu 
teknikler yardımıyla renk kanallarından çeşitli sayıda kümeler elde edilebilir. Ancak, hangi yaklaşımın daha başarılı olduğu 
konusu belirsizliğini korumaktadır. Bu çalışmada, çok sık tercih edilen Histogramın Ağırlık Merkezi (HAM), OTSU ve KAPUR 
eşikleme algoritmaları kullanılarak yapılan renk uzayı tabanlı kümeleme sonuçları, 100 görüntüden oluşan Weizmann tek nesneli
bölütleme veritabanı yardımıyla test edilmiş ve farklı eşikleme yöntemi ile elde edilen renk kümelerine ait bölütleme sonuçları 
F-Skor olarak kaydedilmiştir. Böylece, kümeleme işlemi için sıklıkla kullanılan eşikleme yöntemlerinin başarısı nicemsel olarak 
belirlenmiş ve birbirleriyle karşılaştırılmıştır.

Anahtar Kelimeler – Eşikleme, Renk Uzayı, Kümeleme

I. GİRİŞ

Görüntü bölütleme olarak bilinen kavram, bilgisayar 
aracılığıyla kullanılan imgelerde, dijital bir görseli birden çok 
piksel kümelerine (süper piksel) bölme işlemi olarak açıklanır. 
Amaç, bir görüntünün sunumunu basitleştirmek veya onu daha 
anlamlı ve analiz edilmesi mümkün hale getirmektir [1]. Söz 
konusu işlem, genellikle nesneleri ve sınırları (çizgiler, eğriler 
vb.) tespit etmede kullanılmaktadır. Başka bir deyişle,
görüntünün her bir pikseline bir etiket atama işlemidir. Bu 
durumda, aynı etiket bilgisine sahip pikseller, benzer
karakteristik özellikleri paylaşmaktadırlar.

Görüntü bölütleme ile tüm görüntüyü ifade eden bir dizi 
bölümler veya kenarlar kümesi elde edilir. Böylece, bir 
bölgedeki piksellerin her biri, renk, yoğunluk veya doku gibi 
bazı karakteristik veya hesaplanmış özelliklere göre birbirine 
benzemektedir. Ayrıca, bitişik bölgeler ise karakteristik olarak
önemli ölçüde farklıdır [1].

Günümüzde, pek çok görüntü bölütleme yaklaşımı
bulunmaktadır. İlgili teknikler, Histogramın Ağırlık Merkezi
(HAM), Otsu ve Kapur gibi yaygın olarak kullanılan eşikleme 
işlemleri [2-4], iteratif çalışan K-ortalamalar ile kümeleme [5], 
sıkıştırma tabanlı yöntemler [6, 7], histogram tabanlı 
bölütleme [8], kenar algılama [9, 10], çift kümeleme metotları
[11], bölge genişletme yaklaşımları [12-16], kısmi diferansiyel 
denklem tabanlı çalışmalar [17-20], normalleştirilmiş kesik, 
rasgele yürüme, minimum kesim, izoperimetrik bölme ve 
minimum ağaç olarak adlandırılan grafik bölme teknikleri [21-
25], çok ölçekli yaklaşımlar [26-39], yarı-otomatik yöntemler 
[40, 41] ve çok bantlı [42, 43] olarak literatürde geçmektedir.

En temel görüntü bölütleme yöntemi, yukarıda bahsedilen 
yaklaşımlardan eşik değerleme tekniği ile yapılmaktadır. Söz 
konusu metot, kümeleme işlemi için bir eşik değer belirlemeye

dayalıdır. Bu anlamda, HAM, Otsu ve Kapur gibi birçok 
popüler yöntem kullanılmaktadır. Renkli görüntülerde, bahsi 
geçen eşiklemeler kullanılarak, üç boyutlu renk uzayını 
toplamda sekiz adet küçük küpler veya prizmalar şeklinde 
yeniden yapılandıran yaklaşım da bulunmaktadır [44].

Bu çalışmada HAM, Otsu ve Kapur eşikleme algoritmaları 
kullanılarak yapılan renk uzayı tabanlı kümeleme sonuçları, 
100 görüntüden oluşan Weizmann tek nesneli bölütleme 
veritabanı yardımıyla test edilmiş ve farklı eşikleme yöntemi 
ile elde edilen renk kümelerine ait F-Skor değerleri ile 
bölütleme başarısı nicemsel olarak belirlenmiştir.

II. RENK UZAYI YARDIMIYLA GÖRÜNTÜ
BÖLÜTLEME

Görüntülerde farklı bölgelere ait piksellerin, homojen bir 
şekilde tasnif edilmesi olarak tanımlanan görüntü bölütleme 
işlemi, önemli bir konudur ve veri sıkıştırma, nesne tanıma, 
görüntü erişimi gibi birçok uygulamada kullanılmaktadır [45]. 
Söz konusu süreçte, bölge büyütme yaklaşımı, yapay sinir 
ağları tabanlı teknikler, ağaç, olasılık ve bulanık mantık tabanlı 
metotlar kullanılmaktadır [46]. Ancak bahsi geçen 
algoritmalar, iteratif olduğundan hesapsal karmaşıklığı yüksek 
ve kullanıcı bağımlıdır [47].

Piksellerden hesaplanan eşik değer ile kümelerin elde 
edilmesi, görüntü bölütlemesi için kullanılan önemli bir 
unsurdur. Gri seviyeli görüntülerde, söz konusu parametrenin 
belirlenmesinde, yaygın olarak HAM [2], Otsu [3] ve Kapur 
[4] algoritmaları kullanılmaktadır. Otsu yaklaşımında amaç 
fonksiyon ile sınıflar arasını maksimum veya sınıf içini 
minimum yapan varyans değeri dikkate alınırken, Kapur’da, 
her bir gri seviyedeki yerel entropy toplamını maksimize eden, 
iki seviyeli değer belirlenmektedir.
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Kapur tarafından önerilen amaç fonksiyon, (1)’de 
gösterilmiştir.

(1)

burada ve histogramın entropilerini temsil 

etmektedir ve (2) ve (3)’de görüldüğü gibi hesaplanmaktadır.

(2)

(3)

Otsu yaklaşımının amaç fonksiyonu ise (4)’te görüldüğü 
gibidir.

(4)

Denklem (4)’te görülen 0 ve değerleri ise sınıfın 

varyansını temsil etmektedir ve (5)’deki gibi ifade edilir:

ve (5)

Kümelerin varyansı (6)’da verilmiştir.
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şeklindedir. HAM yöntemi ise, aşağıdaki formül ile 
hesaplanmaktadır:
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Yukarıda verilen ilgili eşik belirleme yöntemleri gri seviyeli 
görüntülerde başarılı sonuçlar verirken, renkli görsellerde üç 
farklı kanal olduğundan, her biri için eşik hesaplanması zaman 
olarak maliyet gerektirmektedir. Ayrıca kanallardan alınan 
parametrelerin birleştirilerek, anlamlı kümelerin oluşturması 

bir problemdir. Söz konusu mesele, her kanaldan alınan 
değerlere göre, Şekil 1’de gösterilen renk uzayını, alt kümelere 
ayırarak çözülmektedir. Böylece, her bir prizma içinde kalan 
pikseller aynı kümeye dâhil edilir [44].

Şekil 1. Kümelenmiş renk uzayı [44]

III. MATERYAL VE METOT

Çalışmada 100 adet görüntü içeren Weizmann tek nesneli 
veritabanı [48] kullanılmıştır. Bölütleme başarısının 
ölçülmesinde ise F-skor değerinden faydalanılmıştır. İlgili
değerlerinin elde edilebilmesi için veritabanı tarafından bir 
ölçüm aracı da sağlanmaktadır. Şekil 2’de veritabanında yer 
alan görüntülerden 3 tanesi verilmiştir.

Şekil 2. Weizmann tek nesneli bölütleme veritabanı örnek görüntüleri

Bölütleme veritabanında yer alan her görüntü için 
kullanıcılar tarafından bölütlenmiş ve nesnelerin kırmızı ile 
gösterildiği görseller de yer almaktadır. Şekil 2’de yer alan 
görüntülere ait kullanıcı işaretlemelerine birer örnek Şekil 
3’de görülmektedir.

Şekil 3. Veritabanında yer alan kullanıcı bölütleme örnekleri

Çalışmada ilk olarak, yukarıda bahsi geçen 3 farklı eşikleme 
yaklaşımı ile 300 görüntü elde edilmiştir. Burada, her görüntü 
8 küme (cluster) olarak ele alınmış ve objenin olduğu bölgede 
yer alan en büyük küme değerlendirilmiştir. Son olarak, tüm 
görüntülerde, veritabanına ait test aracıyla, söz konusu 
kısımlar işletilmiş ve F-skor’ları hesaplanmıştır.

F-skor sonucu, kesinlik (9) ve duyarlılık (10) değerlerinin 
harmonik ortalaması (11) yardımıyla hesaplanmaktadır. 
Duyarlılık değeri, seçilmesi gereken nesnenin ne kadarının 
algoritma tarafından seçildiğinin oranını, kesinlik değeri ise 
algoritma ile seçilen alanın doğruluk oranını belirtmektedir. 
Hesaplamalarda kullanılan terimler Tablo 1’de verilmiştir.
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Tablo 1. F-Skor terimleri

Hesaplama
Algoritma Sonuçları

Nesne Arka Fon

Kesin Referans
Nesne TP FN

Arka 
Plan

FP TN

TP: True Positive, FN: False Negative, FP: False Positive, TN: True Negative

�������� =
��

��+��
(9)

���������� =
��

��+��
(10)

� ���� = 2 � 
�������� � ����������

��������+����������
(11)

IV. DENEYSEL SONUÇLAR

Görüntüler HAM, OTSU ve KAPUR eşikleme yöntemleri 
ile belirlenen renk aralıklarına göre 8 kümeye ayrılmışlardır. 
Mevcut kümeleme sonuçları için F-skor değerleri 
hesaplanmıştır. Farklı eşikleme tekniklerine göre hesaplanan 
sonuçlar karşılaştırılarak, eşiklemenin etkileri incelenmiştir.

a) b) c)

Şekil 4. Kümeleme sonrası ortaya çıkan sonuçlar, a) HAM sonuçları, b) 
OTSU sonuçları, c) KAPUR sonuçları

Şekil 4’de, Şekil 3’de yer alan görüntülere ait kümeleme 
sonuçları, (a), (b) ve (c) sütunlarında sırasıyla HAM, OTSU ve 
KAPUR eşikleme tekniklerine göre gösterilmektedir. Genel 
olarak nesnelerin belirlenmesinde büyük farklar ortaya 
çıkmasa da, arkaplan ve nesneye ait olmayan kısımlarda farklı 
sonuçların elde edildiği görülmektedir. Ortaya çıkan farklar 
Duyarlılık, Kesinlik ve F-skor değerlerinden de açıkça ortaya 
çıkmaktadır. İlk satırda yer alan ağaç görüntüsünün Kesinlik, 
Duyarlılık ve F-skor değerleri için HAM sonuçları sırasıyla 
0,6954 - 0,8853 - 0,7789 olarak bulunmaktadır. Aynı sonuçlar 
OTSU için 0,6843 - 0,8925 - 0,7747 ve KAPUR için 0,6797 -
0,9019 - 0,7752 şeklinde ortaya çıkmaktadır. Bu sonuçlar 
oldukça başarılı ve birbirlerine yakın görünmektedir. 

Şekil 4’de ikinci satırda yer alan helikopter görüntüsüne ait
HAM sonuçlarının Kesinlik, Duyarlılık ve F-skor değerleri 
sırasıyla 0,1709 - 0,995 - 0,2917 olarak ortaya çıkmaktadır. Bu 
değerlere göre Duyarlılık oldukça yüksek görünse de Kesinlik 
değeri çok düşük olduğundan F-skor değeri de düşük 
kalmıştır. Bunun en temel sebebi, görüntüdeki helikopter 
nesnesinin büyük oranda işaretlenmesine karşın, arkaplan 
bölgelerinin de nesneye ait kümede yer almasıdır. Aynı 
görüntüye ait Kesinlik, Duyarlılık ve F-skor değerleri OTSU 
ile 1,000 - 0,7618 - 0,8648 ve KAPUR ile 0,9575 - 0,9595 -
0,9585 olarak elde edilmiştir. Bu görüntü için KAPUR 
yönteminin çok daha başarılı olduğu hem görüntü üzerinden 
hem de F-skor değeri ile açıkça görülmektedir.

Şekil 4’de üçüncü satırda yer alan görüntüde ise her üç 
yöntem için de sonuçları oldukça düşük kaldığı görülmektedir. 
Söz konusu görüntünün HAM ile elde edilen Kesinlik, 
Duyarlılık ve F-skor değerleri sırasıyla 0,2902 - 0,2679 -
0,2786 olarak belirlenmiştir. Aynı değerler OTSU için 0,7675
- 0,2384 - 0,3638 ve KAPUR için 0,6242 - 0,2829 - 0,3894 
olarak ortaya çıkmıştır. Bu görüntü için de yine en düşük 
Kesinlik değeri HAM ile elde edilmiştir.

Tablo 2. Kümeleme işleminin test sonuçları

Yöntem Duyarlılık Kesinlik F-skor
HAM 0,5734 0,6688 0,5661
OTSU 0,7019 0,6309 0,6187

KAPUR 0,7172 0,6365 0,6213

Veritabanında yer alan 100 görüntüye ilişkin sonuçların 
ortalamaları Tablo 2’de görülmektedir. Elde edilen sonuçlara 
göre, en başarılı eşikleme yöntemi 0,6213 F-skor ortalama 
değeri ile KAPUR olarak ortaya çıkmıştır. İkinci sırada 0,6187 
ile OTSU ve son sırada 0,5661 ile HAM tekniği yer 
almaktadır. Ancak Tablo 2’de yer alan veriler, Kesinlik ve 
Duyarlılık değerleri açısından incelendiğinde bazı farklılıklar 
olduğu göze çarpmaktadır. Duyarlılık açısından F-skor ile 
uyumlu bir görünüm ortaya çıksa da Kesinlik açısından 
sıralama tamamen değişmektedir. HAM yöntemi ile elde 
edilen Kesinlik değerinin, KAPUR ve OTSU yöntemlerine 
göre daha başarılı olduğu belirgindir. 

V. TARTIŞMA VE SONUÇ

Bu çalışmada, renk uzayı tabanlı kümeleme işlemi için 3 
farklı eşikleme yaklaşımı kullanılarak, eşikleme yöntemlerinin 
başarımları ölçülmüştür. Başarımlar ölçülürken 100 
görüntüden oluşan Weizmann tek nesneli bölütleme veritabanı 
kullanılmış ve sonuçlar Kesinlik, Duyarlılık ve F-skor olarak 
elde edilmiştir. 

Elde edilen sonuçlara göre Duyarlılık ve F-skor açısından en 
başarılı yöntem KAPUR iken en başarısız olan yöntemin 
HAM olduğu ortaya çıkmıştır. Ancak Kesinlik açısından 
bakıldığında HAM tekniğinin çok daha başarılı olduğu 
görülmektedir. Bunun nedeninin ise aynı kümede yer alan 
ancak nesneden bağımsız bölgelerin de nesne olarak 
işaretlenmesi olduğu görülmektedir.

İlerideki çalışmalarda, kümeleme sonucunda ortaya çıkan 
kümeler arasındaki uzamsal ilişkiler dikkate alınarak ve küçük 
bölgeler birleştirilerek bölütleme işlemi yapılması ve bu 
bölütleme sonuçlarının incelenmesi planlanmaktadır. Böylece, 

ISMSIT 2017 - PROCEEDINGS 109



Kılıçaslan et al., Eşikleme Tekniklerinin Renk Uzayı Tabanlı Kümeleme Yönteminin Başarısına Etkisi, ISMSIT 2017, Tokat, Turkey

Kesinlik ve Duyarlılık değerleri ile birlikte F-skor değerindeki 
değişimler incelenerek, bölütleme başarısının çok daha 
belirgin şekilde ortaya çıkarılması mümkün olabilecektir.
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