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Ozet — Teknolojinin ilerlemesi ile birlikte bircok veri dijital ortamlarda kayt altina aliarak biiyiik veri yiginlari ortaya ¢cikmistir.
Veri madenciligi sayesinde bu biiyiik veri yiginlarinin iginden anlamli ve yararh bilgilerin ortaya c¢ikarilmasi i¢in ¢aligmalar
yapilmaktadir. Ozellikle biiyiik veri yiginlarini analiz etmede klasik analiz yontemlerinin yetersiz kalmasi veri madenciligi

yontemlerinin dnemini arttirmistir.

Her dénemde oldugu gibi giiniimiiziin en 6nemli aragtirma alan1 olan tip alaninda da stirekli olarak hastalara ait veriler artarak
kayit altina alinmaktadir. Kayit altina alinan veriler bazen tek basina anlamsiz gibi goriiniirken diger verilerle birlikte biitiinsel
olarak analiz edildiginde gizli kalmis 6nemli bilgiler elde edilebilmektedir. Bu degerli bilgiler, saglik sektoriiniin gelismesine ve
doktorlarin daha dogru bir sekilde teshis verebilmesine yardimct olmaktadir.

Bu c¢alismada, Kronik Bobrek Hastaligi (KBH) veri seti lizerinde analiz yapilmistir. Farkli modeller olusturularak, bu
modellerin veri iizerindeki tahmin sonuglari karsilagtirilmis ve bu sonuglara bagli olarak veriler {izerinde hangi modelin daha iyi

sonug verdigi belirtilmistir.

Anahtar Kelimeler — Makine Ogrenmesi; Tibbi Veri Madenciligi; Hastaltk Tahmini; Siniflandirma.

. Giris

Veri madenciligi, daha dnce bilinmeyen, onemsiz, pratik
acidan yararli, insan faaliyetinin gesitli alanlarinda karar almak
icin gerekli olan bilginin yorumlanmas: i¢in kullanilan ham
verilerin kesfi siirecidir. Karar verme siirecine yardimct olmak
i¢in bazi 6n sistemler kullanilmaktadir. Bu sistemler, temizlik,
veri entegrasyonu gibi yinelemeli bir 6n igleme sirasint temsil
eder ve veri se¢imi, veri madenciligi ve bilgi temsilinin model
tanimlamasini dogrular [1].

T1bbi veri madenciligi dnemli bir Veri Madenciligi alanidir
ve saglik alanindaki uygulamalarindan dolayr O6nemli
arastirma alanlarindan biri olarak kabul edilir. Genel saglik
kalitesini artirmak igin makine 6grenimi ve veri madenciligi
alanindaki en son basarilar biyomedikal arastirmalarda
kullanilmaktadir. Birgok {ilkede kalici tibbi kayit tutmak
standart bir uygulama haline gelmistir. Bu son tani tekniklerine
ek olarak, heterojen ve ¢ok miktarda veri iiretir. Tibbi verilerin
kot yapilandirilmig  dogasi  nedeniyle, Tibbi Makine
Madenciligi adi verilen depolanan verilerdeki mantiksal
iliskiyi tamimlamak igin akilli makine 6grenmesi ve veri
madenciligi algoritmalarina ihtiyag vardir. Tibbi Veri
Madenciligi, tibbi veri kiimelerindeki gizli kaliplar1 belirleme
konusunda biiyiik bir yetenege sahiptir [2].

Biyomedikal veri setleri genellikle yiiksek boyutlu
ozelliklerle iligkilidir. Veri setlerini saglayan klinik veri
tabanlar1 sistemik ve insan hatalar1 igerebilir. Makine 6grenim
semalarimin smiflandirma dogrulugu, giiriiltiilii dogadan,
seyreklikten ve veri setindeki eksik degerlerden etkilenir. Bu
nedenle, mevcut tibbi teshis araglarinin dogrulugunu

arttirmaya ihtiyag vardir. Buna ek olarak, tibbi verilerin
ozellikleri ve degiskenlerin sayis1 da yeni bir teknik
gelistirmek i¢in dikkate alinmalidir [2].

Saglik sektorliniin karsilastigi en biiyiik zorluk hizmet
kalitesidir. Hastaligi dogru sekilde teshis etmek ve etkili
tedavileri uygulamak gerekir. Etkili karar verme igin gizli
bilgileri kesfetmeye maalesef “madenciligi olmayan” saglk
sektorii  tarafindan  biiyiikk miktarda saglik  verileri
toplanmaktadir. Makine Ogrenme teknikleri ila¢ alaninda
kardiyovaskiiler hastaliklar, akciger, meme karsinomalar1 vb.
hastaliklarin 6ngoriilmesinde yogun olarak kullanilmaktadir
[3].

Daha o6nceden belirttigimiz gibi veri madenciligi veya bilgi
kesfi, verilerdeki gegerli, yeni, 6nceden bilinmeyen, potansiyel
olarak yararli ve nihayetinde anlasilabilir kaliplar: tanimlama
islemidir. Anlasilabilir modeller, mevcut verileri agiklamak,
taze verileri tahmin etmek veya smiflandirmak, verileri
Ozetlemek, bdylece insanlarda verilerdeki daha derin
modelleri kesfetmeye yardimeci olmak icin kullanilir. Tipta
veri madenciligi, prognozun saglanmasi ve hastaligin
siniflandirilmasinin daha derinden anlasilmas: igin yiiksek
oneme sahip bir alandir [4].

Tibbi karar destek sistemleri, klinisyenleri tanilarinda
desteklemek i¢in tasarlanmugtir. Tipik olarak tibbi verilerin
analizi ve klinik uzmanlik bilgisi temeli lizerinde ¢alisirlar ve
veri madenciligi yontemleri vasitasiyla, verilerde gomiilii
bilgileri almanin bir yolunu saglar [5].

Modern tip, hemen hemen her giin muazzam miktarda
heterojen veri {iretir. Bugiin, en biiylik zorluk bu ¢ok biiyiik
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miktardaki veriyi faydali bilgiye doniistiirmektir. T1ibbi veriler,
doktorun yorumunun yani sira goriintiiler, sinyaller, sicaklik,
kolesterol seviyesi vb. gibi klinik bilgileri icerir [6]. Iyi karar
vermek icin, makine &grenmesi, hastanelerde bulunan veri
tabanlarindan alakali verilerin ¢ikarilmasina yardimei olur [7].

T1bbi veri madenciligi, tibbi alanin veri kiimelerindeki gizli
kaliplar kesfetme potansiyeline sahiptir. Bu verilerin diizenli
bir sekilde toplanmasi gerekir. Bu toplanan veriler daha sonra
bir hastane bilgi sistemi olugturmak igin entegre edilebilir.
Veri madenciligi teknolojisi, verilerdeki yeni ve gizli kaliplara
faydali bir yaklagim sunar [8].

Bu calisma, Corum Hitit Universitesi Erol Olgok Egitim ve
Arastirma Hastanesinde 216 hastadan elde edilen veriler
iizerinden yapilmustir. Veriler tizerinde Rapid Miner programi
kullanilarak makine 6grenmesi yontemleri uygulanmis ve
hastalik tahmini yapilmistir.

Uzman goriisii alinarak, hastalara tani koymak ic¢in en
onemli degiskenler olan Blood Urea Nitrogen (BUN),
Kreatinin  (Cr) ve Glomerular Filtration Rate (GFR)
degiskenleri veri kiimesinden cikarilarak geriye kalan 28
degiskenle analiz yapilmistir. Bu degiskenler arasinda Ferritin,
PTH (Paratiroid Hormonu), Sistolik Kan Basinci (Biiyiik
Tansiyon), Diyastolik Kan Basinci (Kiigiik Tansiyon),
Potasyum (K,) Kalsiyum (Ca), Hemoglobin (Hb), Hematokrit
(Htc), Bikarbonat (HCOs3), Urik Asit, Fosfor, Sodyum (Na),
Albiimin, C-reaktif protein (CRP), Glukoz, Viicut Kitle
Indeksi (VKI), Diabetes Mellitus (DM) , Koroner Arter
Hastaligi (KAH), Sigara kullanimi, Yag bulunmaktadir. Farkli
modeller olusturularak, bu modellerin veri iizerindeki tahmin
sonuglart karsilastirilmis ve bu sonuglara bagli olarak bu
veriler {izerinde hangi modelin daha iyi sonug¢ verdigi
belirlenmistir.

II. YONTEM VE TEKNIKLER

Yapilan ¢aligma ile KBH’n1 tahmin etmek i¢in RapidMiner
programi kullanilarak makine Ogrenmesine dayali farkll
siiflandirma teknikleri uygulanmugtir. RapidMiner yazilimi,
veri On igleme, siniflandirma, kiimeleme, gorsellestirme igin
modiiller icerir. Ayrica arastirma, egitim ve uygulamalar igin
de kullanilmaktadir [10].

A. Smiflandirma Teknikleri

Smiflandirma, bir koleksiyondaki 6geleri hedef kategoriye
veya smiflara ayirmayr hedefleyen bir veri madenciligi
islevidir. Siniflandirmanin amaci, verilerdeki her durum igin
hedef sinifi dogru bir sekilde tahmin etmektir. Siniflandirma
modellerinde, bir dizi test verisinde dngoriilen degerleri bilinen
hedef degerlerle karsilastirarak test edilir [1]. Siiflandirma
6grenme problemlerinde, egitilen sisteme bir dizi egitim 6rnegi
ve buna karsilik gelen sinif etiketleri verilir ve bir siniflayict
diretilir. Siniflandirici, etiketlenmemis bir 6rnegi alir ve bunu
bir smifa atar [9]. Siniflandiricilarin performanst dogruluk,
duyarlilik vb. iyi bilinen istatistiksel oOlgiitler kullanilarak
degerlendirilebilir. Bu 6l¢iimler dogru pozitif (TP), gercek
negatif (TN), yanlis pozitif (FP) ve yanlis negatif (FN) ile
tanimlanir, siniflandirma dogrulugu, pozitif ve negatif girdileri
dikkate alarak dogru tahminlerin oranini dlger [10]. Dogruluk,
test verilerindeki gercek siniflandirmalarla karsilastirildiginda
model tarafindan yapilan dogru tahminlerin yiizdesini ifade
eder [5]. Asagidaki gibi hesaplanir:

Dogruluk(Accuracy) = (TP+TN)/N 1)

N: Toplam Ornek Sayzsi
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B. Hata Matrisi(Confusion Matrix)

Bir hata matrisi, test verilerindeki gergek siniflandirmalarla
karsilastirildiginda model tarafindan yapilan dogru ve yanlis
tahminlerin sayisin1 gosterir [5].

C. Makine Ogrenmesi Algoritmalari ve Sonuglart

Bu ¢alismada veri setindeki verilerin %701 modeli egitmek
ve %30’u modeli test etmek i¢in kullanilmistir. Veri setine 31
tane degisken ve 216 hasta bulunmaktadir. Bu degiskenlerden
grup degiskeni hedef degisken olup Hasta (1) ve Kontrol Grubu
(0) degerlerini almaktadir. Geriye kalan 30 degiskenden 3
tanesi Uzman goriisii alindiginda hastaligi belirleyen en 6nemli
ozellikler oldugu belirlenmis ve bu g¢alismada veri setinden
cikarilarak geriye kalan 27 degisken kullanilarak hastalik
tahmini yapilmistir. Kullanilan siniflandirma teknigi ve
programa goére bulunan hata matrisi sonuglari asagida
gosterilmistir.

1) Rasgele Orman(Random Forest)

Rastgele Orman bir topluluk dgrenme algoritmasidir. Bir
topluluk 6grenen yontemi birgok bireysel 6grenici iiretir ve
sonuglar toplar [15]. Bu simiflandirici, rastgele bir dizi 6zellik
secmeyi ve egzersiz verilerinin Onyiikleme ornegi ile bir
siiflandirict olugturmayi igerir. Bu sekilde ¢ok sayida agag
(siniflandirici) diretilir ve nihayet bir sinifa bilinmeyen bir deger
atamak icin agirlikli oylama kullanilir [16]. Hata Matrisi
sonucu Tablo I’de gésterilmistir.

2) Naive Bayes

Ongoriiler arasinda bagimsizlik varsayimiyla Bayes
Teorem’ine dayanan bir siniflandirma teknigidir. Basit bir
ifadeyle, bir Naive Bayes siiflandiricisi, bir siniftaki belirli bir
6zelligin varliginin diger herhangi bir 6zelligin varligi ile ilgisiz
oldugunu varsayar [1]. Ozellikler arasinda bir bagimlilik
olmadigin1 varsayan istatistiksel bir simiflandiricidir. Sinifin
belirlenmesinde arka olasiligi maksimize etmeye ¢aligir. Naive
Bayes kullanmanin avantaji, herhangi bir Bayesian yontemi
kullanmadan Naive Bayes modeliyle calisabilmesidir. Naive
Bayes smiflandiricilart  birgok karmasik gergek diinya
durumunda iyi ¢aligir [8]. Hata Matrisi sonucu Tablo II’de
gosterilmigtir.

3) Destek Vektor Makineleri (Support Vector Machine)

Destek vektor makinelerinin (SVM) giiclii teorik temelleri
ve mikkemmel deneysel basarilar1 vardir [12]. SVM 6grenme,
bazi giizel basit fikirlere dayanir ve Orneklerden 6grenilen
seylerin ne anlama geldiginin acik bir sekilde anlagilmasin
saglar, pratik uygulamalarda yiiksek performanslara yol
acabilir [13]. Bir¢cok uygulamada, SVM'nin geleneksel
6grenme makinelerinden daha yiiksek performans sagladigi ve
siniflandirma problemlerini ¢dzmek igin giiglii araglar olarak
tanitildigr gosterilmistir [14]. Hata Matrisi sonucu Tablo I1I’de
gosterilmistir.

4)  Sinir Ag1 (Neural Network)

Sinir Ag1 modeli, biyoloji, isletme, denetim vb. alanlarda
kullanilmaktadir. Cesitli hastaliklarin 6ngoriilmesi ve teshisi
icin veri vadenciligi teknikleri yaygin olarak kullaniimaktadir.
En basar1l1 veri madenciligi araglarindan biri olan Sinir Aglar1
hastaligin  6ngoriilmesinde kullanilir [2]. Yapay Sinir agi
biyolojik sinir agimmizin matematiksel bir modelidir. 3
katmandan olusur; giris katmani, ¢ikis katmanm1 ve bazi ara
baglant1 agirliklarina sahip gizli bir katman [7]. Hata Matrisi
sonucu Tablo IV’de gosterilmistir.
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5) k-NN

Ozellik alanindaki en yakin egitim verilerine dayanarak
nesneleri siniflandirmak igin bir yontemdir. k-NN, bir 6rnek
tabanli 6grenimdir. En yakin komsu algoritmasi, tiim makine
Ogrenme algoritmalarinin en basitleri arasindadir. Ancak k-NN
algoritmasinin dogrulugu, giiriiltiilii veya alakasiz dzelliklerin
varligi veya ozellik Olgeklerinin dnemi ile tutarli olmamasi
durumunda ciddi sekilde bozulabilir [8]. Hata Matrisi sonucu
Tablo V’de gosterilmistir.

6) Lojistik Regresyon (Logistic Regression)

Istatistik ve biyomedikal alaninda Lojistik Regresyon giiclii
ve koklii bir yontemdir. Lojistik Regresyon, kategorik sonuclar1
ve bir agiklayici degiskenleri karsilastirir [2]. Lojistik model
olarak da adlandirilan lojistik regresyon, hedef degisken iki
kategorili kategorik bir degisken oldugunda, 6rnegin aktif veya
inaktif, saglikli veya sagliksiz, kazanma veya kaybetme gibi,
kullanilabilecek bir 6ngorii modelidir [11]. Hata Matrisi sonucu
Tablo VI’da gosterilmistir.

TABLO I. RASGELE ORMAN (RANDOM FOREST) HATA MATRISI
Dogru 0 Dogru 1 Sinif Hassasiyeti
Tahmin 0 28 1 96.55%
Tahmin 1 0 36 100.00%
Sinif
! 100.00% 97.30%
Hatirlama
TABLO Il NAIVE BAYES HATA MATRIisi
Dogru 0 Dogru 1 Sinif Hassasiyeti
Tahmin 0 28 2 93.33%
Tahmin 1 0 35 100.00%
Sinif
n 100.00% 94.59%
Hatirlama
TABLO III. SVM HATA MATRIsi
Dogru 0 Dogru 1 Sinif Hassasiyeti
Tahmin 0 28 4 87.50%
Tahmin 1 0 33 100.00%
Sinif
n 100.00% 89.19%
Hatirlama
TABLO IV.  SINIR AGI (NEURAL NETWORK) HATA MATRisi
Dogru 0 Dogru 1 Sinif Hassasiyeti
Tahmin 0 34 1 97.14%
Tahmin 1 0 30 100.00%
Sinif 100.00% 96.77%
Hatirlama
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TABLO V. K-NN HATA MATRISI
Dogru 0 Dogru 1 Sinif Hassasiyeti
Tahmin 0 34 2 94.44%
Tahmin 1 0 29 100.00%
f
Sini 100.00% 93.55%
Hatirlama
TABLO VI. LogGisTiC REGRESSION HATA MATRiSi
Dogru 0 Dogru 1 Sinif Hassasiyeti
Tahmin 0 21 2 91.30%
Tahmin 1 2 40 95.24%
f
Sinr 91.30% 95.24%
Hatirlama

I11. DOGRULUK SONUCLARININ KARSILASTIRILMASI

Tablo VII’de, yukarida anlatilan makine 6grenmesinde
kullanilan siniflandirma algoritmalarimin sonucu ve Sekil 1°de
sonuglarin karsilastirilmasi grafikle gosterilmistir.

TABLO VII.  ALGORITMALAR VE DOGRULUK ORANLARI
Siniflandirma Algoritmalan Dogruluk Oranlari
Random Forest 98.46%

Naive Bayes 96.92%
SVM 93.85%
Neural Network 98.46%
k-NN 96.92%
Logistic Regression 93.85%

Sekil. 1. Dogruluk Oram Karsilagtirma Grafigi
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IV.SONUC VE ONERILER

Bu ¢alismada, kan numune verileri, sigara kullanimi, yas,
cinsiyet, tansiyon, diyabet durumu gibi klinik kayitlar
incelenerek kronik bobrek hastaliginin olup olmadigi makine
O6grenmesi yontemleriyle yiliksek dogruluk orani saglanarak
bulunmustur. Caligmada tahmini veri madenciligi uygulamasi
yaptlmis ve s6z konusu yoOntemlerin  dogruluklari
kargilagtirtlmistir. Farkli siniflandirma algoritmalarinin KBH
veri seti ile olan dogrulugu RapidMiner yazilim destegi ile test
edilmistir. Calismaya 23 ile 84 yas araliginda, 115’1 erkek
(%53), 101’1 de kadin (%47) olmak lizere toplam 216 klinik
kayit alinmistir. Veri seti 124 hasta (%57) ve 92 de kontrol
grubu (%43) olan kayitlardan olugmaktadir. Caligmada
tahmin dogrulugunun yiiksek olmasi en 6nemli faktor olarak
ele alimmistir. Random Forest ve Neural Network
algoritmasinin %98.46 ile diger simiflayicilardan daha iyi
oldugu tespit edilmistir. Tanit i¢in kullanilan algoritmalarin
hekime karar vermede yardimci olabilecegi diigiiniilmektedir.
Gelecekte, farkli veri setlerinde uygulanabilir, kayit sayisi
artirtlirsa daha iyi performans elde edilebilir.
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