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Oz - Dijitallesmenin yayginlagmasiyla birlikte isletmelerin muhasebe ve finans gibi yogun ve rutin hesaplama agirlikli is yiikii
olan departmanlarindaki is ve islemler dijital muhasebe uygulamalari, robotik siire¢ otomasyonlari gibi farkli bilgi
teknolojilerinden yararlanilarak gergeklestirilmeye baglamistir.

Bu calismada; aktif olarak kullanilmakta olan ve ¢ok sayida kullanicist olan bir muhasebe uygulamasinda kullanicilar
tarafindan gerceklestirilmekte olan faturalarin siniflandirilmasi igslemini otomatik hale getirecek bir karar destek sistemi
gelistirilmesi amaglanmistir. Mevcut durumda sisteme yiiklenen faturalar ilk olarak smiflandirmadan sorumlu kullanicilar
tarafindan incelenerek hangi sinifa ait oldugu belirlenmektedir. Daha sonra belirlenen sinifin kullanicilarina iletilmektedir. Bu
siniflandirma isleminin kullanicilar tarafindan yapilmasi hem is giicii kaybina hem de 6zellikle is yogunlugunun yiiksek oldugu
donemlerde gecikmelere yol agmaktadir. Bu dogrultuda uygulamanin veri tabaninda kayith yaklasik 450 bin adet faturanin
verileri diizenlenerek makine 6grenmesi teknikleri ile bir model egitilmistir.

Anahtar kelimeler: Makine Ogrenmesi, Simiflandirma, Karar Destek Sistemi, Fatura Y dnetimi.

Classification of Invoices with Machine Learning in Invoice Management
Application

Abstract — With the widespread adoption of digitization, businesses have started to carry out tasks and processes in departments
with heavy and routine calculation-based workloads, such as accounting and finance, by utilizing various information
technologies such as digital accounting applications and robotic process automations.

In this study; it is aimed to develop a decision support system that will automate the classification process of invoices
carried out by users in an accounting application that is actively used and has many users. In the current situation, the invoices
uploaded to the system are first examined by the users responsible for classification and the class they belong to is determined.
It is then forwarded to the users of the specified class. Performing this classification process by users causes both labor loss and
delays, especially during periods of high workload. In this direction, a model was trained with machine learning techniques by
editing the data of approximately 450 thousand invoices registered in the application’s database.

Keywords: Machine Learning, Classification, Decision Support System, Invoice Management.

I. GIRiS Sirketler c¢aligma sekillerine, biiyiikliikklerine ve evrak
yogunluklarma gore ¢ok sayida muhasebe personeli istihdam
edebilmektedirler. Yine c¢alisma sekillerine bagli olarak
muhasebe departmanlarinda is boliimii ve gorev paylasimi
yapilmaktadir.

Bu calismada kapsaminda ele alinan uygulama; kurumsal bir
sirketin muhasebe departmaninda aktif olarak kullanilmakta
olan ve 100’iin tizerinde kullanicist olan bir fatura yonetimi
uygulamasidir. Uygulamadaki is siirecinde sisteme yiiklenen

Giiniimiizde is diinyas1 sistematik zorluklarla doludur. Is
bolimleri kapsamli ve birbiriyle baglantili birgok boyuttan
olugmaktadir. Pek ¢ok arastirma karmasiklasan is modellerinin
hizla gelisen ve degisen is diinyasinda verimlilik ve basarmin
stirdiiriilmesinin ~ oniindeki  biiylik bir engel oldugunu
gostermektedir. Is modelinde verimlilik tekrarlanabilir,
sistematik ve diizenli siireglerle saglanabilir. Bu dogrultuda is
modelinin degisen sartlara gore giincellenmesi, ihtiyaca gore ; X X
veya belli periyotlarla etkin bir sekilde denetimi ve faturalar ilk ola.r.ak smlﬂandn‘ma" 1§lem1n4en sorumlu olan
iyilestirilmesi igletmeler a¢isindan olduk¢a dnemlidir (Sebetgi kullanicilarin - gdrev - ckranina du§mek'Fed1r. S1n1.ﬂand1rn~1a
ve digerleri, 2018). kullanicilar taraf.lndan. faturanin hangi s1n1f.a ait oldugu
manuel olarak belirlendikten sonra faturalar belirlenen siifin
kullanicilarinin gorevlerine iletilmektedir. Bu siniflandirma
isleminin manuel olarak gerceklestirilmesi is siirecini
yavaglatmakta ve departman verimliligini olumsuz yonde
etkilemektedir. Faturalarin siniflandirilma islemi
tamamlanana kadar kayit agsamasina gecilememesi 6zellikle is

Isletmeler bilgisayar ve internetle birlikte dijital muhasebe
uygulamalarina gecmis ve pek ¢ok alanda oldugu gibi
muhasebe departmanlarinda da  bilgi teknolojilerinin
kullanilarak ¢esitli yazilim uygulamalarindan yararlanilmasi
durumu giderek artmistir (Tektiifekei, 2012).
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yogunlugunun yiiksek oldugu doénemlerde kayitlarda ve
O0demelerde  gecikmelere  sebebiyet  verebilmektedir.
Odemelerdeki gecikmeler tedarikgilerle iliskileri olumsuz
yonde etkilemekte ve vade farki / gecikme faizi gibi ekstra
maliyetlere de yol agabilmektedir.
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Sekil 1. Uygulamanin gelistirme dncesi is akis semast.

Sekil 1’de yer alan semada uygulamanin mevcut isleyisindeki
is akis asamalari detayli olarak yer almaktadir. Is akis
semasindan da anlasilacagi tizere smiflandirma islemi igin
kural tabanli kodlama yontemi uygulanmis olup bu yéntemin
basar1 oran1 %7’dir. Bu yontemde basari oraninin artirilmasi
¢ok sayida kullanici tarafindan yeni kurallarin tespit edilmesi
ve tespit edilen yeni kurallarin sisteme dahil edilmesi ile
miimkiindiir. Bu c¢aligmada ise; uygulama veri tabaninda yer
alan smiflandirilmis fatura verileri kullanilarak siniflandirma
isleminin makine O0grenmesi algoritmalar1 ile
gerceklestirilmesi amaglanmuistir.
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Sekil 2. Uygulama i¢in 6nerilen gelistirme sonrast is akis semasi.

Sekil 2’de yer alan semada ise makine Ggrenmesi
modelinin, mevcut uygulama yasam dongiisiiniin hangi
asamasinda uygulamaya dahil edilebileceginin gdsterimi yer
almaktadir. Mevcut sistemde kural tabanli kodlama ile
smiflandirilamayan faturalar direkt olarak simiflandirma
kullanicilarina iletilirken, sekil 2’de yer alan yeni yasam
dongiisiinde bu asamaya makine dgrenmesi modelinin dahil
edilmesi Onerilmektedir. Modelin hatali  siniflandirdigi
faturalar ise mevcut sistemde oldugu gibi; kayit kullanicilari
tarafindan, yeniden siniflandirilmak {izere smiflandirma
kullanicilarina iletilmeye devam edilecektir.

Faturalarin makine O6grenmesi algoritmalar ile
smiflandirilmasi kapsaminda, makine 6grenmesi yontemi ile
yapilan siniflandirma galigmalari arastirildiginda ¢ok sayida ve
farkli konularda ¢aligmaya rastlanmistir. 2021 yilinda Yangin
vd. tarafindan yapilan ¢alismada ABD'de 130 farkli hastanenin
kayitlarinda yer alan 1999-2008 yillari arasinda karsilagilmis
toplam 70 bin saglik vakiasi kayitlarindan elde ettikleri veri
setini  kullanarak  hastalarin  diyabet rahatsizliklarini
smiflandirmiglardir  (Yangin  vd. 2021). Bu c¢aligmada
smiflandirma islemi icin veri setini Karar Agaglari, K-En

Yakin Komsu, Lojistik Regresyon, Naive Bayes ve Rassal
Orman algoritmalar1 olmak tizere 5 farkli siniflandirma
algoritmasi ile egittiklerinde en iyi ve en dogru siniflandirma
basarisint Rassal Orman algoritmasi ile elde etmiglerdir.
Bagimsiz 22 degiskenin yer aldigi veri setinin kullanildigi
caligmada bireylerin diyabet rahatsizlig olma
olasiliklarin1 %84,78 dogruluk orani ile tahmin edilebilecegi
sonucuna ulagmislardir. Bardelli vd. 2020 yilinda
gergeklestirdikleri ¢aligmalarinda elektronik faturalarda yer
alan bilgileri kullanarak muhasebecilerin isini basitlestirecek
akilli bir sistem gelistirmeyi amacglamislardir. Caligmada,
muhasebe iglemleri yapilitken 6zel kodlar halinde
siniflandirilan faturalarin hesap ve vergi kodlarmin tahmin

edilebilmesini saglayacak c¢ok siifli bir smiflandirma
algoritmast  Onerilmistir  (Bardelli vd. 2020). Farkh
siniflandirma algoritmalarinin basari oranlarmin

karsilastirildigr c¢alismada en yiiksek smiflandirma basari
oraninin Rassal Orman algoritmas1 ile elde edildigi
gozlemlenmistir. Kazan vd. 2019'daki ¢alismalarinda bir e-
ticaret sitesinden elde ettikleri, iiriin bilgileri etiketlenerek
olusturulmug veri setini egiterek triinleri 9 farkli sinifa
aywracak sekilde tahminleme yapmay1 amaglamislardir (Kazan
vd. 2019). Caligmada veri seti farkli makine Ogrenmesi
algoritmalart  ile  egitilerek  algoritmalarin  iiriinlerin
kategorilerini dogru tahminleme basarilar1 karsilastirilmistir.
Egitim asamasinda  denedikleri —makine  G&grenmesi
algoritmalar1 Karar Agaci, Random Forest, Multinominal
Naive Bayes (Multinominal NB): Lojistik Regresyon, Yapay
Sinir Aglar1 (YSA) ve Destek Vektor Makineleri (DVM)
algoritmalaridir. Calisma sonunda friinler 6 kategoride
siniflandirilmig ve sonuglarin basari oranlari birbirleriyle
karsilastirilmigtir. Birbirine yakin 6zellikleri tasiyan veri
setlerinde smiflandirmadaki basart oraninin  diger veri
setlerinde elde edilen bagari oranlarina gore daha diigiik ¢iktigi
gozlemlenmistir.  Calismada  kullanilan  smiflandirma
algoritmalarinin ortalama basarilar karsilastirildiginda Destek
Vektor Makineleri (DVM) ve Yapay Sinir Aglari (YSA)
((Multi-Layer  Perceptron (MLP) (aktivasyon=*‘logistic
sigmoid’)) algoritmalarinin yaklagik olarak %97 basari
oranlar1 ile diger yontemlere gore daha yiiksek sonuglar
verdigi gorilmiistiir.

Calismanin algoritma se¢imi agsamasinda literatiir taramasin
kapsaminda incelenen ¢alismalarda siklikla uygulanan ve
yiikksek dogruluk oran1 elde edilen algoritmalar tercih
edilmistir.

II. YONTEM

ILI Verilerin Toplanmasi

Bu agamada uygulama verilerinin yer aldigt MySQL veri
tabani tablolar1 incelenmis ve veri setine dahil edilebilecek
olan fatura verileri ve fatura smif bilgisi verilerinin 3 farkli
tabloda yer aldigi tespit edilmistir. Ayrica veri tespiti
asamasinda  uygulama  kullanicilar1  ile  toplantilar
gerceklestirilerek uzman goriistine de bagvurulmustur. Veri
setine dahil edilecek veriler belirlenirken; ilerleyen siiregte
gelistirilen modelin sisteme dahil edilmesi durumunda anlamli
bir sekilde modelden faydalanilabilmesi i¢in verilerin herhangi
bir iglem yapilmamus, faturalarin uygulamaya yiiklendikleri ilk
asamada veri tabanina otomatik olarak kayitlar gerceklesen
verilerden olusmasina 6zen gosterilmistir. Bu tablolardan
birinde kayitlarin birden fazla sayida tutulabildigi anlagilmig
ve bu tablodaki fazla veriler temizlenmistir. Sql sorgular ile
uygulamada faturalarin kag¢ farkli sinifa ayrildigi ve hangi
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smiftan kac tane fatura bulundugu bilgileri elde edilmistir.
Faturalarin 7 farkli siifa ayrildigi ve ulasim ve reklam
smiflarina dahil faturalarin toplam faturalarmm yaklasik
olarak %2’sini olusturdugu tespit edilmistir. Bu smiflara ait
verilerin veri setinden ¢ikarilmasimna karar verilmistir.
Sonrasinda tablolar veri bitiinligi korunacak sekilde
birlestirilmis ve Excel formatinda lokal bilgisayara
aktarilmisgtir.

ILIL Veri On isleme Asamas:

Veri 6n isleme asamasinda Excel formatina aktarilan veriler
tekrar incelenerek veri temizleme islemine devam edilmistir.
Sayisal olmayan verilerin kag farkl tipte yer alabildikleri SQL
sorgular1 ile tespit edilmis ve bu degerler numerik hale
getirilmistir.

F i _O\ @ D Dont Limit v 1

select DISTINCT(FaturaTip) from tablol_tablo2;

jo

<
S

Result Grid { 4% Fiter Rows: Export: Wrap Cell Content: &

FaturaTip
y
SATIS
ISTISNA
IADE
TEVKIFAT

Sekil 3. Farkli fatura tipi degerlerinin tespit edildigi SQL sorgusu.

Sekil 2’de veri setine dahil edilmis olan fatura tipi
degerlerinin farkli olarak hangi isimlerle yer alabildiklerinin
elde edildigi SQL sorgusu drnegi yer almaktadir. Bu bilgiler
elde edilirken, veri setine dahil edilen veri bagliklar1 i¢in ayri
ayr1 hangi veri tipinden kag adet sonug¢ dondiigii de farkli SQL
sorgular1 ile incelenmis ve hatali kayitlardan veya yazim
yanlislar1 gibi hatalardan kaynakli olarak ¢ok az sayida yer
alan degerler veri setinden ¢ikarilmistir.

IL.III. Algoritma Secimi

Egitim islemleri makine Ogrenmesi algoritmalarindan
Lojistik Regresyon, Naive Bayes, Rassal Orman, Destek
Vektor Makineleri ve K- En Yakin Komsu Algoritmasi (K-
NN) algoritmalar ile ayri ayri gerceklestirilmis ve basart
sonuglar1 kontrol edilerek karsilagtirtlmistir. Calismada veri
seti %90 egitim kiimesi ve %10 test kiimesi olacak sekilde
belirlenmis, verilerin %90’lik kismi ile egitim g¢alismalart
gergeklestirilirken egitim kiimesinde kullanilmayan %10’luk
kismi ile de olusturulan modellerin basarilarinin test edilmesi
amaglanmistir.

Lojistik Regresyon: Lojistik regresyon, ikili veya
kategorik sonuclar1 tahmin etmek i¢in kullanilan istatistiksel
bir makine &grenmesi algoritmasidir. Bagimli ve bagimsiz
degiskenler arasindaki iligkiyi aciklamak igin
kullanilmaktadir. Lojistik regresyonda amag, bagimsiz
degiskenlerin degerlerine dayali olarak ortaya ¢ikan sonucun
olasiligini tahmin etmektir.

Lojistik regresyonun sirali lojistik regresyon, multinominal
lojistik regresyon ve ikili lojistik regresyon olmak iizere ii¢
farkli tiiri vardir. Bunlardan sirali lojistik regresyon
kategoriye gore siniflandirmada belli periyotlarla sirali
tahminler veren ¢alismalarda kullanilmaktayken multinominal
lojistik regresyon belli bir siras1 olmayan en az ii¢ veya daha
fazla kategorik tahminin oldugu durumlarda kullanilmaktadir.
Lojistik regresyonun bir diger tiirii olan ikili lojistik regresyon

ise kategorik olarak sadece iki farkli sonucun oldugu
durumlarda kullanilmaktadir (Aydin,2020).

Naive Bayes: Siniflandirma islemini, smiflarda yer alan
degiskenlerin farkli 6zelliklere sahip oldugu varsayimidan
hareketle yapan ve verideki farkli siniflarin yapilarini 6grenip
yeni bir veri eklendiginde bu yeni verinin hangi smifa ait
oldugunu 6grenmis oldugu sinif yapilarina gore tespit eden
basit ve etkili bir yontemdir (Silahtaroglu,2013). Verilerin
egitilmesi igleminin hizli gergeklesmesi ve tahminlemedeki
basar1 oraninin yiiksek olmast Naive Bayes algoritmalarinin
avantajli taraflar1 olarak kabul edilmekle birlikte, dezavantaj
olarak ise smiflandirma problemlerindeki karmasikligin
yiiksek oldugu durumlarda bu algoritmanin yetersiz kaldigi
karsimiza ¢ikmaktadir (Uzun, 2007).

Rassal Orman: Denetimli makine  6grenmesi
yontemlerinden birisidir. Boyut sayisinin ¢ok yiiksek oldugu
verilerin egitiminde kullanilir. Karar agaglarinda sik rastlanan
problemlerden birisi olan asir1  6grenme probleminin
astlmasinda ¢oziim olarak bu yontem kullanilabilmektedir.
Birbirinden bagimsiz karar agaglarinin egitim ve test
verilerindeki  girdileri ~ &rneklemeye  dayanmaktadir.
Siniflandirma caligmalarinda kullanildiginda bagimsiz karar
agaclarindan birer tane sinif oyu alarak oy c¢okluguna gore
siniflandirma islemini yapmaktadir. Regresyon
problemlerinde ise tahmin ortalamalarina gore islem
yapmaktadir (Dangeti, 2017). Rassal Orman yonteminde veri
kiimesi de degigsken kiimesi de rastgele kullanilarak agaglar
olusturulur. Rastgele veri ve degiskenlerde olusan bu rastgele
agaclar bir araya geldiginde rastgele bir ormani tanimlar. Bu
yontemde sonug iki farkli inanca dayanir. Bunlardan birincisi
her bir agacin verinin bir bdlimii i¢in dogru tahminde
bulunmasidir. Ikincisi ise degisik yerlerde hatalarla
karsilagildigidir. Bu sekilde karar, karar agaglari arasindaki
oylama sonucuna gore verilmektedir (Gollapudi ve
Laxmikanth 2016).

Destek Vektor Makineleri: Yaygin olarak smiflandirma
problemlerinde kullanilir. Gozetimli 6grenme yontemlerinden
birisidir. Bir diizlem iizerindeki farkli smiflara ait olan
noktalari, bu noktalara maksimum uzakliktaki bir ¢izgi ile
bolmeyi amaclar. Karmagik ama veri miktarinin fazla biiytik
olmadigi caligmalar i¢in uygun yontemlerden birisidir.
Genellikle makine 6grenimi yontemi olarak adlandirilan karar
destek sistemleri, belirli durumlarda agik¢a tanimlanamayan
islemler i¢in, verilen girdilere karsilik gelen ¢iktinin, mevcut
bilgi ve deneyimlerin yardimiyla tahmin edildigi bir islemdir
(Alpaydin, 2004).

K- En Yakin Komsu Algoritmas1 (K-NN): Verilerin
sinifin1 tespit etmek amaciyla regresyon ve smiflandirma
caligmalarinda kullanilan denetimli 6grenme ydntemlerden
birisidir. Siniflandirma islemini, bir diizlem {izerindeki
noktalarin birbirine olan mesafelerini baz alarak yapmaktadir
(Ozkan, 2008). K-NN, bir 6grenme asamasi bulunmayan,
tembel (lazy) bir 6grenme yontemidir. Egitim verilerini
6grenme yontemiyle degil veri setini ezberleme yontemiyle
galisir. Bir verinin smifi bu yontemle tahmin edilmeye
calisildiginda, smifi tahmin edilmeye ¢alisilan verinin veri
setinin tamamindaki komsularma bakarak tahmin sonucu
vermektedir (Karadag ve digerleri, 2020).

IL.IV. Veri Setinin Egitilmesi

Verilerin egitilmesi islemi Python programlama dili ile
gerceklestirilmigtir. Bu iglemde Python’da yer alan numpy,
pandas ve sklearn kiitliphanelerinden faydalanilmistir.
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Caligmada veri seti %90 egitim kiimesi ve %10 test kiimesi
olacak sekilde belirlenmis, verilerin %90’lik kismi ile egitim
calismalari gerceklestirilirken egitim kiimesinde
kullanilmayan %10’luk kismi ile de olusturulan modellerin
basarilarinin test edilmesi amaglanmustir.

III.SONUC

Makine 6grenmesi algoritmalari ile veri seti egitildiginde en
yiiksek basar1 oran1t %88 dogrulukla Karar Agaci ve Rassal
Orman algoritmalar1 ile elde edilmistir. Bu algoritmalar yeni
veriler girilerek test edildiginde Karar Agaci algoritmasinda
asir1  Ogrenme sorunuyla karsilasilirken, Rassal Orman
algoritmasinda bu soruna rastlanmadigi gézlemlenmistir. Bu
sonu¢ ulasim ve reklam siniflarina ait olanlar disindaki
faturalarin makine 6grenmesi yontemi ile %88 oraninda dogru
siniflandirilabilecegini gostermistir. Egitim verisinde dabhil
edilmeyen faturalarin, toplam fatura sayisinin yaklasik
olarak %?2’sini olusturdugu bilinmektedir. Egitim verisine
ulasim ve reklam smiflarina ait faturalarin verilerinin dahil
edilmedigi dolayisiyla bu smiflara ait faturalarin model
tarafindan dogru smiflandirilamayacaklart g6z Oniinde
bulunduruldugunda biitiin fatura smiflari i¢in modelin
kullanilmast durumunda yaklasik olarak %2 diizeyinde bir
kayipla %86 seviyesinde bir bagar1 oraninin elde edilebilecegi
anlagilmaktadir. Gelecek c¢alismalarda derin  dgrenme
yontemleri ile daha basarili sonuglar elde edilebilir.
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