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Ozet — Intihar konusu, bircok farkli disiplin tarafindan incelenen ve tarihin her déneminde karsilasilan bir konu olmustur.
Teknolojinin gelisimi ve akilli telefonlarin her yerde bulunmasi sebebiyle, kullanicilar, 6zellikle ¢evrimigi sosyal platformlar
araciligtyla duygu ve diisiincelerini rahatlikla ifade edebilmislerdir. Paylasilan bu diisiincelerden biri de intihar diisiincesidir.
Intiharin 6nlenebilmesi ve geng popiilasyonda artan intihar oranlarinin kontrol altina aliabilmesi i¢in son zamanlarda sosyal
medyada paylasilan intihar diiglincelerinin tespiti iizerine yapilan arastirmalarin sayisi her gegen giin artmaktadir. Bu ¢aligmada,
en popiiler sosyal medya platformlarindan birisi olan X’te paylasilan gonderilerden hazirlanan bir veri seti lizerinde makine
ogrenmesi ve dogal dil isleme teknikleri kullanilarak bu paylasimi yapan kisilerin intihara meyilli olup olmadiginin tespitinin
yapilmasina odaklanilmistir. Onceden egitilmis transformatdr yontemlerinin klasik makine &grenmesi yontemleri ile
kargilagtirmal1 bir analizi sunulmustur. Tiim modeller igerisinde en yiiksek dogruluk orani, ELECTRA modeli ile %96.61 olarak
elde edilmistir. Bu bulgular, intihara meyilli tweetlerin tespitinde transformatdr modellerinin potansiyelinin yiiksek oldugunu
gostermekte ve 6zellikle ELECTRA'nin bu alanda etkili bir arag olabilecegini ortaya koymaktadir.

Anahtar Kelimeler — Intihar tespiti, Dogal dil isleme, ELECTRA, XLNET, Transformatér model

I. Giris

Gilintimiizde, sosyal medya platformlari, milyonlarca insanin
diistincelerini, duygularini ve deneyimlerini paylastig1 giiclii
bir iletisim araci haline gelmistir. Ancak bu dijital platformlar,
sadece pozitif deneyimleri degil, ayn1 zamanda zihinsel saglik
sorunlarinin da izlerini tasimaktadir. Internetin derinliklerinde,
insanlarin kendilerini ifade etmek i¢in kullandiklar1 bu
alanlarda, intihar diisiinceleri gibi ciddi zihinsel saglik
sorunlarinin da izleri bulunmaktadir.

Intihar, toplumun karsi karsiya oldugu en ciddi saglik
sorunlarindan biri haline gelmistir. Ozellikle geng ve orta
yasglilar arasinda intihar diisiinceleri ve eylemleri endise verici
bir artig gdstermektedir. Diinya Saghk Orgiitii (World Health
Organization — WHO) istatistiklerine gore, her yil yaklasik bir
milyon kisi intihar nedeniyle hayatini kaybetmektedir ve
ortalama olarak her 40 saniyede bir intihar ger¢eklesmektedir
[1]. WHO, intiharin gengler arasinda 6limiin ana nedeni ve
yetigkinler arasinda altinct 6nde gelen neden oldugunu
belirtmektedir. Amerikan Intihar1 Onleme Vakfi (American
Foundation for Suicide Prevention — AFSP) intiharla
iligkilendirilen ¢esitli risk faktorlerini tanimlamistir [1]. Bu
faktorler arasinda umutsuzluk, zararli madde kullanimi,
anksiyete, sizofreni gibi kisisel sorunlar; toplumdan izolasyon,
sevdiklerinin kayb, igsizlik, zorbalik veya kotii muamele gibi
sosyal faktorler; ya da hastalik, duygusal bozukluklar ve
onceki intihar girisimleri gibi olumsuz olaylarla ilgili faktorler
yer almaktadir. Intihar diisiinceleri, sikca zorlu yasam
kosullari, psikolojik sikintilar ve duygusal calkantilarla
iligkilendirilirken, bu diistincelerin erken teshisi ve yardim
saglanmast hayati O6nem tasimaktadir [1, 2]. Bu
olumsuzluklara ragmen, teknoloji, bu soruna dikkat ¢cekme ve

potansiyel intihar eylemlerini dnceden belirleme konusunda
umut verici bir rol oynamaktadir.

Yapilan ¢aligmalarda, Makine Ogrenimi (Machine Learning
— ML) ve Dogal Dil isleme (Natural Language Processing —
NLP) tekniklerinin, sosyal medya verilerini analiz ederek
intihar diislincelerini tespit edebilecegi gosterilmistir [1-10].
Ozellikle Derin Ogrenme (Deep Learning — DL) yapilari, bu
konuda oldukg¢a basarili sonuglar elde etmekte ve bu alandaki
potansiyelini ortaya koymaktadir [2-4, 9, 10]. Ancak bu
tekniklerin basarisini garantilemek i¢in dogru veri setlerini
olusturmak ve etiketlemek biiyilk 6nem tasimaktadir. Bu
noktada, sosyal medya platformlari, intihar diisiincelerini ve
risklerini belirlemek igin bir veri seti olusturmada giiglii bir
kaynak olmaktadir. Kullanicilar, bu dijital alanlarda
duygularini ve diisiincelerini serbestge ifade etmektedir, ancak
bu ifadeler sikca gozden kagmakta veya gdrmezden
gelinmektedir [5, 6].

Bu makale, giiniimiizde en ¢ok kullanilan sosyal medya
platformlarindan birisi olan X (Twitter)’te paylasilan icerikleri
analiz ederek intihar diisiincelerini tespit etmeye odaklanan bir
arastirmanin  sonuclarini  sunmaktadir. Bu ¢alismada,
kullanilan makine 6grenme ve veri madenciligi teknikleri
sayesinde, intihar riski tasiyan iceriklerin belirlenmesi ve
erken miidahale imkani saglanmaktadir. Ayrica, bu ¢alisma,
zihinsel saglik sorunlarini daha iyi anlamak ve dnlemek icin
sosyal medya platformlarinin potansiyelini kesfetmeye
yonelik bir adim olarak da goriilmektedir.

Bu ¢aligmada, intihara meyilli tweetleri tespit etmede, giiglii
transformatoér tabanli makine Ogrenme ydntemlerinden
ELECTRA ve XLNET’in, klasik makine &grenmesi
yontemleri ile karsilastirmali bir performans analizine yer
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verilmistir. ELECTRA, var olan metinleri daha iyi anlamak ve
anlam degisimlerini yakalamak i¢in tasarlanmis yenilik¢i bir

modeldir. XLNET ise dil modellemesi konusundaki
siirlamalar1 asarak daha iyi sonuglar elde etmek igin
kendinden oOnceki modellerden farkli  bir yaklasim
benimsemistir.

Caligmanin geri kalan kismi su sekilde organize edilmistir:
Bolim 2'de, literatiirdeki intihara meyilli tweetlerin tespiti
alaninda yapilan c¢alismalar sunulmustur. Boliim 3’te
calismada kullanilan veri seti ve metodoloji detayli bir sekilde
anlatilmistir. Boliim 4'te deneysel sonuglar verilmis, ardindan
bu sonuglar tartigilmistir.

II. LITERATUR INCELEMESI

Bu boliimde, intihara meyilli paylasimlarin tespiti {izerine
literatiirde yer alan giincel ¢aligmalara yer verilmistir.

Haque ve ark. (2022) calismalarinda, sosyal medya
platformlarindan biri olan twitter verilerini kullanarak intihar
diisincelerinin erkenden tespiti i¢in makine Ogrenmesi
(Random Forest — RF, Support Vector Machine — SVM,
Stochastic Gradient Descent, Logistic Regression — LR ve
Naive Bayes) ve derin 6grenme modellerinin (Long Short-
Term Memory — LSTM, Bidirectional LSTM - BiLSTM,
Gated Recurrent Unit — GRU, Bidirectional GRU ve
Convolutional Neural Network CNN ve LSTM’in
birlestirilmis modelleri) karsilastirmali analizini sunmuslardir.
Caligmada, intihar disiincesinin yiliksek dogrulukla ve
erkenden tespit edilebilmesi icin Onceki aragtirma
calismalarindaki sonuglardan daha iyi bir performans degeri
elde edilebilmesi amaclanmistir. Ozellikle metin 6n isleme ve
Oznitelik ¢ikarma asamalarina odaklanilmigtir. On sekiz
anahtar kelime dikkate alinarak intihar niteliginde olan ve
olmayan toplamda 49178 Ornegi iceren bir veri kiimesi
iizerinde deneysel ¢aligmalar yapilmistir. Yapilan ¢aligmalarda
en yiiksek siniflandirma performansina %93 dogruluk degeri
ile RF modeli kullanilarak ulagilmigtir. Ayrica, derin 6grenme
modellerinin kelime yerlestirme ile egitilmesi sonucunda
BiLSTM modelinin %93.6 dogruluga ulast1g1 goriilmistiir [2].

Baghdadi ve ark. (2022) c¢alismalarinda, Arapga olarak
paylasilan tweetlerden olugan bir veri seti hazirlamiglardir.
Hazirlanan bu veri setinde 1074 normal ve 956 intihara meyilli
olmak tizere toplamda 2030 tweet yer almaktadir. Ayrica
calismada, Arapca tweetlerin 6n islemesinin gerceklestirilmesi
igin yeni bir algoritma Onerilmistir. Model egitiminde ise
yaygin olarak kullanilan transformatdr yontemlerinden olan
Bidirectional Encoder Representations from Transformers —
BERT ve Universal Sentence Encoder — USE kullanilmistir.
Egitilen modeller dengeli dogruluk, 6zgiillikk, F1 puani, IoU,
ROC, Youden Indeksi, NPV ve agirhkli toplam &lgiit
(weighted sum metric — WSM) performans metriklerine gore
kargilagtirilmigtir.  USE  modelleri ig¢in, en iyi WSM
degeri %80.2 iken BERT modelleri ile en iyi WSM
degeri %95.26 olarak bulunmustur [3].

Abdulsalam ve ark. (2022) calismalarinda, Arapga
tweetlerden intihar diistincelerini tespit edebilmek igin,
Agustos 2021 — Nisan 2022 tarihleri arasinda atilan toplam
5719 tweeti toplayarak yeni bir Arapga intihar tweetleri veri
kiimesi gelistirmislerdir. Model egitimlerinde NB, SVM, K-
En Yakin Komsu (k-Nearest Neighbors — KNN), RF ve
XGBoost makine 06grenimi modellerini ve AraBERT,
AraELECTRA ve AraGPT2 onceden egitilmis derin 6grenme
modellerini  kullanmiglardir. Sonuclar, karakter n-gram
ozelliklerinde egitilen SVM ve RF modellerinin, makine

6grenimi modelleri arasinda %86 dogruluk ve %79 F1 puani
ile en iyi performanst sagladigini gostermektedir. Derin
6grenme modellerinin sonuglari, AraBERT modelinin diger
makine ve derin dgrenme modellerini geride biraktigini,
Arapca tweetler veri kiimesinde intihar diisiincelerinin
tespitini 6nemli o6lgiide gelistirerek %91 dogruluk ve %88 F1
puant elde ettigini gostermektedir [4].

Chatterjee ve ark. (2022) ¢calismasinda, Reddit ve Twitter'da
intihar disiinceleri olan iyi etiketlenmis bir veri kiimesi
olusturulmasi amaglanmistir. Sadece klinik intihar belirtileri
degil, ayn1 zamanda sosyal medyada ¢evrimici davranislar: da
iceren alt1 6zellik grubu tanimlanmistir. Bu 6zellik gruplarini
kullanarak sosyal medyada intihar diisiincelerini tanimlamak
icin ¢ok modlu bir model &nerilmistir. Onerilen modeller
icerisinde en yiiksek dogruluk degeri %87 olarak LR ile elde
edilmistir [7].

Sabri ve Mohamad (2022) ¢aligsmasinda, intihar diislincesi
olan tweetleri tespit etmek i¢in Naive Bayes algoritmasinin
yetenegi arastirllmigtir. Twitter verileri, Mayis 2021'deki
Malezyanin  pandemi  kilitlenmesi  sirasinda  "stres",
"anksiyete", "depresyon" ve "intihar" anahtar kelimeleri temel
alinarak Tweepy kiitiiphanesi kullanilarak  ¢ekilmistir.
Degerlendirme sonuglari, algoritmanin intihar igerikli
tweetleri tespit etmede %80.39 dogrulukla basarili ve kabul
edilebilir bir performans gosterdigini ortaya koymustur [8].

Deepa ve ark. (2023) caligmasinda, tweet verisini
degerlendirerek twitter kullanict profillerindeki intihar
derecesini  otomatik  olarak  erken tespit etmeyi
amaclamiglardir. 26 Aralik 2022 — 10 Ocak 2023 tarihleri
arasinda atilan tweetleri, intiharla ilgili bir dizi ifade ve
terimler ile izlemislerdir. Kriterlere uyan tweetler tespit
edildiginde, bu kullanicilarin zaman c¢izelgesinden diger
tweetleri de toplamislardir. Bu siire zarfinda 529 kullanicidan
16820 tweet toplanmistir. Bu tweetlerin %40" rastgele segilip
ve manuel olarak 'l' intihar iceren ve '0' intihar igermeyen
tweetler olarak etiketlenmistir, geri kalan1 modeli test etmek
icin kullanilmigtir. Veri tizerinde bir LSTM modeli
uygulanmis ve intihar iceren tweetleri intihar icermeyen
tweetlerden ayirmada %90.8 dogruluk elde edilmistir. Ayrica
bu tweetler {iizerine bir makine O6grenimi modeli daha
uygulanmis ve 'Derinlemesine Rahatsiz Edici', '"Muhtemelen
Rahatsiz Edici' ve 'Goz Ardi Edilebilir' olmak tizere ti¢ derece
verilmistir [9].

Priyamvada ve ark. (2023) ¢aligsmasinda ise intihara meyilli
tweetlerin tespiti i¢in makine dgrenmesi ve derin dgrenme
mimarilerinden faydalanilmistir. Stacked CNN — 2 katmanl
LSTM modelini kullanmiglardir. Stacked CNN — 2 katmanli
LSTM mimarisi kelime gdmme teknikleriyle 6nceki CNN —
LSTM yaklagimlarina kiyasla 9%93.92  siniflandirma
dogrulugu elde etmistir [10].

III. MATERYAL AND METOT

Bu baglikta, ¢alismada kullanilan veri setinin icerigi ve
yapilan 6n isleme calismalarina deginilmistir. Ayrica model
egitiminde kullanilan makine G&grenmesi ve transformator
yontemler hakkinda detayli bilgi verilmistir. Caligmanin akis
semasi Sekil 1°de gosterilmistir.
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On Isleme
Veri Seti

5

Yapilmis Veri
Seti

.| Egitim
"l Veri Seti

.| Dogrulama
Veri Seti

Veri Seti

-

Sekil 1 Intihara meyilli tweet tespitinin genel akis diyagrami

A. Veri Seti

Bu ¢alismada, intihara meyilli tweetlerin tespiti i¢in, Syeda
Aunanya Mahmud tarafindan X sosyal medya platformu
kullanilarak hazirlanan ve Kaggle iizerinde agik erisimli
paylasilan Suicidal Tweet Detection Dataset (STDD) olarak
adlandirilan veri seti kullanilmistir. Bu veri seti 2 simif etiketi
(not suicide post ve Potential suicide post) ve 1787 etiketli
tweetten olusmaktadir [11]. Veri setinin giincel tweetleri
icermesi ve tweet sayisinin literatiirdeki diger calismalarda
kullanilan veri setlerinden daha az olmasi ¢aligmada bu veri
setinin  kullanilmasinin ~ sebeplerindendir.  Literatiirdeki
calismalar incelendiginde ¢ok sayida veri ile dogruluk
degerinin iyilestirilmesine odaklandigi goriilmistiir. Bu
calismada ELECTRA ve XLNET modellerinin az sayida veri
tizerindeki yiiksek basarilarini gdstermek amaglanmaktadir.

B. Veri On Isleme

Yapilan 6n islemler;

-URL’lerin silinmesi: Paylasimlarda yer alan yonlendirme
linkleri temizlenmistir.

-Etiketlerin silinmesi: Sosyal medya platformlarinda belli
konular1 siniflandirmak, bir araya toplamak, 6ne ¢ikarmak gibi
farkli amaglarla kullanilan etiketleme (Hashtag) islemi vardir.
Bu amagla kullanilan # isareti veri setinden kaldirilmistir.

-Bahsetmelerin silinmesi: Sosyal medya platformlarinda
yapilan paylasimlari, oOzellikle gérmesi istenilen Kkisilere
ulastirmak amaciyla bu kisilerin kullanict isimlerinin
paylasimlara eklenmesi islemine bahsetme (Mention) denir.
Bu amagla kullanilan @ isareti yardimiyla veri setinde yer alan
biitiin bahsetmeler kaldirilmistir.

-Noktalama isaretlerinin kaldirilmasi: Python dilinde tanimli
noktalama isaretleri (I"#$%&'()*+,-./:;:<=>?@[\]"_"{|}~)
model dogrulugunu etkilememesi agisindan paylasimlardan
kaldirilmstir.

-Etkisiz kelimelerin silinmesi: Ingilizce dilinde etkisiz olan
ve biitlin paylasimlarda yer aldigi ig¢in model egitimini
olumsuz yonde etkileyecek bazi kelimeler (stopwords) vardir.
Bu kelimeler Python dilinde farkli diller i¢in &nceden
belirlenerek bir kiitiiphane icerisine eklenmistir. Paylagimlarda
yer alan bu etkisiz kelimeler temizlenmistir.

-Dil bilgisi diizeltme: Yine Python dilinde tanimlh
language tool python kiitiiphanesi ile Ingilizce dilinde
yazilan herhangi bir metnin dil bilgisi (grammer) uygunlugunu
kontrol etmek miimkiindiir. Tiim paylasimlar bu diizeltme
isleminden gecirilmistir.

-Biiyiik — kiigiik harf diizeltmesi: Paylagimlar1 belli bir forma
sokmak amaciyla biitiin alfabetik karakterler kiigik harfe
gevrilmistir.

-Emojilerin ~ silinmesi: ~ Gonderilerden
(emoticons), bayrak vb. kaldirilmistir.

On isleme adimlarmin tamamlanmasmin ardindan bazi
tweetler tamamen yok olmustur ve tweet sayisi 1787’den
1771’e dismistiir. Veri setinde en sik kullanilan kelimeler
tespit edilerek Sekil 2’de verilen kelime bulutu ile
gosterilmistir.

emoji, ifade

time l i fe
g0

fucking

do >‘1 | @

Sekil 2 On isleme yapilmis veri setinin kelime bulutu

C. Swmiflandirma

Veri temizleme islemlerinin tamamlanmasinin ardindan
siniflandirma iglemine gegilmistir. Smiflandirma isleminin
yapilabilmesi igin verilerin sayisal degerlere doniistiiriilmesi
gerekmektedir. Bu amagla, veriler iizerinde 6nce Count
Vectorizer iglemi uygulanmistir. Count Vectorizer islemi bir
kelimenin metin igerisinde ka¢ kere gectigini sayar ve bu
degeri agirlik olarak kullanir. Bu islemin ardindan metin
igerisinde gecen kelimelerin bulunduklari metni ne kadar
temsil ettiklerini 6lgmek amaciyla Terim Sikligt — Ters
Dokiiman Sikligt (Term Frequency — Inverse Document
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Frequency TF-IDF)
parametreler ise sunlardir;

TF (Term Frequency — Terim Siklig): Ilgili kelimenin
dokiimandaki sikligidir. Kelimenin dokiimanda ge¢cme
sayisini, dokiimandaki toplam kelime sayisina bolerek elde

edilir (Esitlik 1).
Ja(1)

ff(fad)zm

wed

islemi yapilmistir.  Buradaki

Q)

DF (Document Frequency — Dokiiman Siklig1): TF ile
benzemektedir ama bu kez diger dokiimanlara odaklanir.
Dokiiman sayisinin ilgili kelimenin gectigi dokiiman sayisina
bdliinmesi ile hesaplanir (Esitlik 2).

df (t,.D) o )
‘{d eD:ted }‘
IDF (Inverse Document Frequency — Ters Dokiiman

Siklig1): DF degerinin logaritmasi alinarak hesaplanir (Esitlik
3).

0|
|{deD:ted}|

TF-IDF (Term Frequency-Inverse Document Frequency):
Terim siklig1 ve ters dokuman sikligimin carpilmasi ile elde
edilir (Esitlik 4).

idf (t,D) =In 3)

tfidf (t,d,D)=1tf (t,d)*idf (¢,D) )
Transformatér Modeller

XLNET: Otoregresif ve otokodlama yoOntemlerinin
avantajlarim1  birlestirmek i¢in bir permiitasyon dili

modellemesini kullanan genellestirilmis bir otoregresif on
egitim yontemidir (Yang et al., 2019; Fodeh et al., 2021).
Permiitasyon dili modelleme, sagdan sola veya soldan saga
yerine bir climledeki tiim olasi kelime permiitasyonlar
lizerinde ¢alisilmasini saglamaktadir (Naveen et al., 2021).
XLNET ve BERT modeli arasindaki temel fark, XLNET
yaklagiminin Permiitasyon dil modeli sayesinde, BERT
yaklagimindaki gibi belirteglerin %15'ini maskelemeye gerek
kalmadan modeli ¢ift yonli baglamda egitmesine izin
vermesidir. Ayrica, XLNET, LSTM gibi dizi modellerinin
tekrarlama fonksiyonu ile BERT’in ayni anda terimlerle
ilgilenme avantajlarini  harmanlamaktadir. Bu sayede,
BERT’ten farkli olarak XLNET’in climle uzunlugu
sinirlamas1  yoktur. Herhangi bir uzunluktaki climleleri
pargalar olarak ele alarak isler ve durumu pargalar arasinda
tagir. Model, bir diziyi baska bir diziye ¢evirmek i¢in bir diziyi
digerine esleyerek bir kodlayici-kod ¢6ziici modeli
araciligiyla tiim climleden segici olarak bilgi ¢ikarir. Modelin
kod ¢oziicii kismi, kodlayicinin gizli durumlariin her birini
agirliklandirarak  ilgili  gizli durumlart  bulmak igin
kodlayicinin tiim gizli durumlarini kullanir ve bu agirliklar
basit bir ileri beslemeli sinir ag1 tarafindan belirlenir [12].
ELECTRA: BERT gibi dil modelleme 6n egitim yontemleri,
baz1 belirtecleri [MASK] ile degistirerek girdiyi bozar ve
ardindan orijinal belirtecleri yeniden olusturmak igin bir
model egitir. NLP gdrevlerine aktarildiklarinda iyi sonuglar
vermelerine ragmen, genellikle etkili olmalari igin biiyiik
miktarda bilgi islem gerektirirler. Ancak ELECTRA, 6n
egitim i¢in degistirilmis bir belirteg algilama gorevi kullanir.
Bir tireticiden drnek alarak bazi belirtegleri degistirerek girdiyi
bozar, ardindan her bir belirtecin orijinal mi yoksa yedek mi

oldugunu tahmin etmek icin bir ayrimc1 egitilir. Ayrimcinin
o6nemli bir avantaji, modelin yalnizca kiiciik maskelenmis alt
kiimesi yerine tiim girdi belirteglerinden 6grenmesi ve bu da
onu hesaplama acisindan daha verimli hale getirmesidir.
BERT, kiiciik bir maskelenmis alt kiimeden (genellikle %15)
ogrenirken, ELECTRA hesaplama agisindan daha verimli olan
tiim girdi belirteglerinden 6grenebilir [13].

Makine 6grenmesi modelleri

SVM: Vapnik tarafindan 1999 yilinda Onerilen ve son
yillarda smiflandirma-regresyon problemlerinde siklikla
kullanilan bir makine 6grenmesi teknigidir. SVM’nin temel
amaci, tim destek vektorleri arasinda en biiyiikk geometrik
araliga sahip olan ve yeni verileri siniflandirmak igin
kullanilan ayirma hiperdiizlemini hesaplama yoluyla
bulmaktadir [14]. Bu hiperdiizlemler, ML modellerinin karar
sinirlart olarakta adlandirilir. Destek vektorleri, hiperdiizlemin
konumunu ve yoninii belirlemek i¢in kullanilan SVM
hiperdiizlemine en yakin veri noktalaridir.

Lineer SVM: Lineer destek vektdr siniflandiricisi, bilylik
veri setlerinde c¢alisabilme avantajina sahip ¢ok smifli
siniflandirma gdrevi gdren bir algoritmadir.

LR: Lojistik regresyon, esas olarak tahminler i¢in kullanilan
denetimli bir siniflandirma algoritmasidir. Cevap degiskenin
ikili (binary) olarak gozlendigi durumlarda bagimli ve
bagimsiz degiskenler arasindaki iliskiyi belirlemede kullanilir.
Her bir veri noktasinin sinifin1 tahmin etmek i¢in kullanilan
olasilik degerlerini elde ederken aktivasyon fonksiyonu olarak
sigmoid fonksiyonunu kullanir [15].

DT: Karar agaglari, diigim, dal ve yapraktan olugmaktadir.
Oznitelikler diigiimler ile temsil edilir. Egitim verilerine ait
Oznitelik Dbilgilerine gore aga¢ yapisi olusturulur ve karar
sorularina verilen cevaplara gore karar kurallar olusturulur.
Olusturulan agacin yeni bir veri seti i¢in genelleme
kabiliyetinin belirlenmesi i¢in test verisi kullanilir. Yeni gelen
bir test verisi, agacin kokiinden baglar ve karar kuralina goére
bir yapraga gidene kadar devam eder. Her bir yaprak digiimi
sadece bir sinifa ait gézlem degerleri igcerene kadar karar kurali
isletilir. Bu sekilde veriler siniflandirilir. Karar agaglarinda en
onemli adim agactaki dallanmanin hangi kritere gore
yapilacagi veya hangi Oznitelik degerlerine gore agac
yapisinin olusturulacagidir [16].

RF: Rastgele orman, O0grenme asamasinda egitim veri
orneklerinden rastgele bir secimle olusturulan birgok karar
agacini kullanir. Rastgele orman ayni zamanda bir veri
ornegine iliskin tiim karar agaclarinin tahminlerini birbiriyle
karsilagtirdig1 i¢in bir topluluk yontemidir.

GB: Gradyan Arttirma, Friedman tarafindan 2001 yilinda
tanitilan giiclii bir makine 6grenme teknigidir. Sirayla ¢ok
sayida zayif Ogreniciyi insa etmek ve onlar1 karmasik bir
modele dahil etmeyi amaglamaktadir [17].

XGBoost: Temeli GB ve DT algoritmalarina dayanan bir
makine Ogrenme teknigidir. XGBoost, genel performansi
iyilestiren ve asir1 uyum ya da asir1 dgrenmeyi azaltan bir dizi
diizenlilestirme  icermektedir. Bu sayede, agaglarin
karmagikligini kontrol ederek daha iyi bir performans elde
etmeyi basarmaktadir [17].

KNN: Etiketsiz bir test verisi verildiginde egitim veri
setindeki en yakin k noktay1 bulur ve bu veriye en uygun olan
etiketi atar. Modeldeki tek ayarlanabilir parametre olan k, sinif
tiyeligi tahminine dahil edilecek en yakin komsularin sayisini
gostermektedir.
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IV. ARASTIRMA BULGULARI

Deneysel c¢alismalarda, Python dilinde kodlart galistirmak
icin Google tarafindan gelistirilen ve u¢ noktada yiiksek
GPU’lara erigim izni vererek model egitimlerinin daha hizl
gergeklesmesine olanak taniyan Colaboratory —ortami
kullanilmistir. Siniflandirma asamasinda tim veri seti %70
egitim (1239), %15 (266) dogrulama ve %15 (266) test verisi
olacak sekilde ayristirlmistir. Calismada kullanilan biitiin
modeller dogruluk, kesinlik, duyarlilik ve F1 skor performans
metriklerine gore karsilastirilmigtir. Bu degerler Esitlik 5-8 ile
hesaplanir.

Dogruluk = ———1% ®)
TP+TN+FP+FN
Kesinlik = — (6)
TP+FP
TP
Duyarlilik = e @)
__ 2x*Kesinlik«Duyarlilik
F1 Skor = Kesinlik+Duyarlilik (8)
Caligmanin ilk asamasinda klasik makine 0grenmesi
yontemleri egitilmis ve performans degerleri

kargilagtirilmistir. Bu agsamada elde edilen sonuglar Tablo 1°de
verilmigtir.

Tablo 1. Klasik makine 6grenmesi yontemlerinin performans metriklerinin
karsilastirilmasi

Metrikler Modeller (%)
LSVM | SVM | RF | XGB | GB LR DT | KNN
Dogruluk 90.6 89.1 89.1 89.1 88.7 | 87.2 | 85.0 83.4
Kesinlik 90.9 95.3 97.5 94.2 98.7 | 939 | 86.7 79.8
Duyarhhk 84.9 76.4 74.5 77.3 72.6 | 72.6 | 73.6 | 78.3
F1-Skor 87.8 84.8 84.5 85.0 83.7 | 819 | 79.6 | 79.0

Makine O6grenmesi yontemlerinde en yiiksek dogruluk
degeri LSVM ile %90.6 olarak elde edilmistir. Caligmanin
ikinci asamasinda ise Transformatér yontemlerinden
ELECTRA ve XLNET’in performans degerleri incelenmistir.
Egitilen modellerin hiperparametreleri su sekildedir: Devir
(epoch) 50, yi1gin boyutu (batch size) 32 ve 6grenme orani
(learning rate) 0.00005. Elde edilen sonuglar Tablo 2’de
verilmistir.

Tablo 2. Transformatdr yontemlerinin performans metriklerinin

karsilastirilmasi
. Modeller (%)

Metrikler ELECTRA XLNET
Dogruluk 96.61 95.11

Kesinlik 96.19 89.07
Duyarhhk 95.28 100

F1-Skor 95.73 94.22

Transformatdr yontemleri ile elde edilen sonuglar

incelendiginde son yillarda gelistirilen ELECTRA ve XLNET
yontemlerinin az sayida veri iizerinde bile yiiksek basarilara
ulastig1 goriilmektedir. Bu modellere ait karmasiklik matrisleri
Sekil 3°te verilmistir.

Sekil 3 incelendiginde ELECTRA ydntemi ile 160 intihara
meyilli olmayan tweetten 156’s1 dogru bulunurken, 106
intihara meyilli tweetten sadece 5’1 hatali olarak bulunmustur.
XLNET modelinde ise intihara meyilli tweetlerin tamami
dogru siniflandirilirken intihara meyilli olmayan 13 tweet
intihara meyilli olarak yanlis etiketlenmistir. Calismada
kullanilan tiim modellerin ROC AUC grafikleri ise Sekil 4’te
verilmistir.
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Sekil 3 Transformatdr yontemlerine ait karmasiklik matrisleri (a) ELECTRA
(b) XLNET
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Sekil 4. Caligmada kullanilan modellerin ROC-AUC grafiklerinin
karsilastirilmasi

V. SONUC VE TARTISMA

Bu calismada intihara meyilli olarak atilan tweetlerin
otomatik olarak tespiti amaglanmigtir. Bu dogrultuda, ¢esitli
makine Ogrenmesi yontemleri ve transformatdr modelleri
kullanilarak analizler gerceklestirilmistir. Makine 6grenmesi
yontemlerinden LSVM, SVM, LR, RF, KNN, GB, XGBoost
ve DT modelleri ele alinmistir. Bununla birlikte transformator
yontemleri olarak ELECTRA ve XLNET modelleri
kullanilmistir. Tiim bu modeller arasinda en yiiksek dogruluk
degerine ELECTRA yontemi ile ulasilmistir. Bu model ile
elde edilen degerler su sekildedir: dogruluk (%96.61), kesinlik
(%96.19), duyarlilik (%95.28) ve F1 skoru (%95.73). Bu
sonuglar, intihara meyilli tweetlerin otomatik olarak tespitinde
ELECTRA'nin etkili bir model oldugunu gostermektedir.
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Literatiirde yer alan c¢alismalar incelendiginde dogruluk
degerini artirmak i¢in veri artirma yontemlerine odaklanildig:
goriilmiistiir. Buna ragmen elde edilen dogruluk degerleri
disik kalmaktadir. Bu g¢alismada az sayida veri ile
literatiirdeki sonuglardan daha yiiksek bir dogruluk degeri elde
edilmistir. Bu durum ELECTRA yonteminin dogal dil isleme
calismalarinda basaritli  bir sekilde kullanilabilecegini
gostermektedir.
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